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Resumen

El problema de clasificaciéon es uno de los tipos de problema més importante que busca resolver el
aprendizaje automatico. Especificamente la clasificacion multinstancia ha provocado gran interés debi-
do fundamentalmente a su capacidad para modelar problemas con datos ambiguos y con la relaciones
uno a muchos, tanto asi que miltiples estudios empiricos han mostrado la superioridad del enfoque
multinstancia sobre el tradicional.

Uno de los problemas que afecta a la clasificacion multinstancia es el problema del desbalance de
clases que ocurre cuando hay mucha diferencia en el tamano de las clases, provocando un modelo de
aprendizaje erréneo a partir de los datos. Este problema ha recibido poca atencion hasta el momento,
y solo aparecen escasas discusiones sobre él y aisladas soluciones en la literatura. En la clasificacién
tradicional, uno de los métodos mas usados para solucionar este problema consiste en modificar la
distribucién de los datos de entrenamiento a través de técnicas de muestreo para equilibrar el balance
de las clases.

El submuestreo de la clase mayoritaria y sobremuestreo de la clase minoritaria son técnicas de
muestreo que equilibran el tamano de las clases extrayendo y agregando datos respectivamente en
conjuntos desbalanceados. La combinaciéon de estas técnicas han mejorado la calidad de la clasificacién
en la clasificacion tradicional.

En esta tesis se implementa un método de preprocesamiento de datos basados en técnicas de
muestreo que combina sobremuestreo de la clase minoritaria y submuestreo de la clase mayoritaria en la
clasificacién multinstancia. Las pruebas experimentales validadas por pruebas estadisticas demostraron
que existen mejoras en la calidad de la clasificacién en determinadas variantes del método.

En la tesis también se modifica un algoritmo de preprocesamiento de datos multinstancia llamado
MISMOTE que sobremuestrea la clase minoritaria produciendo ejemplos sintéticos. Se disefiaron varias
alternativas al algoritmo original que lograron mejoras en la clasificacién en conjuntos de datos que
cumplen con determinados requisitos.

Palabras claves: clasificacién, multinstancia, desbalance, sobremuestreo, submuestreo, MISMO-
TE.

II



Abstract

The problem of classification is one of the most important problem types that seeks to solve
the machine learning. Specifically, the multi-instance classification has caused great interest mainly
because of its ability to model problems with ambiguous data and with one to many relationships, so
much so that many empirical studies have shown the superiority of multi-instance over the traditional
approach.

One problem affecting the multi-instance learning is the class imbalanced problem that occurs
when exist much difference in the size of classes, causing erroneous learning model from the data. This
problem has received little attention so far, and only few discussions about it and isolated solutions
in the literature appear. In the traditional classification, one of the most used methods to solve this
problem is to change the distribution of the training data through sampling techniques to equalize the
balance of classes.

The sub-sampling the majority class and oversampling of the minority class are sampling techniques
that balance class sizes by removing and adding respectively unbalanced data sets. The combination
of these techniques have improved the quality of the classification in the traditional classification.

This thesis presents a preprocessing method based on sampling techniques combining the minority
class oversampling and undersampling of the majority class in the multi-instance data classification.
Experimental evidence validated by statistical tests showed that there are improvements in the quality
of the classification in certain variants of the method.

In the thesis was modified an algorithm of multi-instance data preprocessing called MISMOTE
that oversampled producing synthetic minority class examples. Several alternatives to the original
algorithm were designed that shown improvements in classification process in some datasets that meet
certain criteria.
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Introduccion

La inteligencia artificial es una disciplina que esta en el centro de la revolucién informatica. Una de
las ramas de la inteligencia artificial que ha alcanzado mayor auge es el aprendizaje automético, debido
a su gran aplicabilidad: practicamente todo conocimiento es susceptible de ser aprendido, si bien el uso
del aprendizaje automatico en determinadas aplicaciones puede estar limitado por razones técnicas,
econémicas, legales u otras, los métodos del aprendizaje automatico son usados como herramientas
basicas en otras ramas de la inteligencia artificial, como la mineria de datos y el reconocimiento de
patrones.

El problema de clasificacion es uno de los tipos de problema méas importante que busca resolver el
aprendizaje automatico, en el cual se parte de un conjunto de objetos de clasificaciéon, cada uno descrito
por un vector de valores (cada valor describiendo a un atributo) y una etiqueta de clase. Los objetos de
clasificaciéon se toman como ejemplo para crear un modelo matematico capaz de predecir las etiquetas de
clase de nuevos objetos carentes de clasificacion. El aprendizaje automéatico ha producido una variedad
importante de soluciones enfocadas mayormente a problemas donde los objetos de clasificacion estan
descritos por un unico vector de atributos, identificando a este tipo de problemas de clasificacién con
el epiteto tradicional.

Los problemas de clasificacion tradicional pueden encontrarse en un niamero importante de apli-
caciones debido a que son relativamente simples de modelar. Sin embargo, otras aplicaciones que
demandan formas distintas y mas complejas de modelar han llevado a un nivel superior el problema de
clasificacion. Una de las alternativas que han surgido recientemente al modelo de clasificacion tradicio-
nal es la clasificacién multinstancia, en la cual cada objeto de clasificacién esta descrito por miiltiples
vectores de atributos en lugar de uno. Cada vector de atributos representa una instancia del objeto, y
cada objeto se conoce comunmente como bolsa. Las etiquetas de clase se asocian con las bolsas pero
no con las instancias, sin embargo es la informacién contenida en las instancias la que determina en
ultimo caso la etiqueta de clase de las bolsas. El objetivo de la clasificacion multinstancias es aprender
un modelo matematico que represente la relacién que existe entre las instancias y la etiqueta de la
bolsa para predecir las etiquetas de clase de nuevas bolsas carentes de clasificacion.

El aprendizaje multinstancia ha provocado gran interés debido fundamentalmente a su capacidad
para modelar problemas de clasificacién con datos ambiguos y problemas con la relaciéon uno a muchos
entre sus datos,caracteristica presente en el aprendizaje relacional. Multiples estudios empiricos han
mostrado, en tipos de problemas, la superioridad del enfoque multinstancia sobre los algoritmos de
clasificaciéon tradicional, los cuales tratan a todos los datos por igual sin tomar en cuenta las relaciones
que puedan existir entre ellos. Se han disenado algunos algoritmos especificos para el aprendizaje de
problemas de clasificacién multinstancia y muchos de estos basados en métodos tradicionales como los
arboles y reglas de decision, las maquinas de soporte vectorial, la maxima verosimilitud y los métodos
basados en instancias. Varios de estos algoritmos han sido usados con éxito en aplicaciones de campos
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tan diversos como la bioinformaética, el diagnostico médico, control de finanzas o la recuperacion de
informacion y cada dia aparecen nuevos problemas de clasificacion que pueden beneficiarse con los
algoritmos del enfoque multinstancia. A pesar de los avances obtenidos en el desarrollo y aplicacion
de métodos de clasificacion multinstancia, ésta es un area de investigaciéon muy joven dentro del
aprendizaje automético, y tiene atin muchos aspectos sin resolver que requieren ser estudiados.

Particularmente, uno de los problemas que afecta a la clasificaciéon multinstancia es el problema del
desbalance de clases. Se dice que las clases estdn desbalanceadas cuando hay diferencia en el tamano
de las clases, esto provoca que el modelo de aprendizaje inducido a partir de los datos no represente
adecuadamente el concepto que se pretende aprender y provoque muchos errores de clasificacion[36].

El problema de clases desbalanceadas fue identificado originalmente en el escenario de la clasifica-
cion tradicional. En este escenario ha sido propuesta una gran variedad de soluciones para el problema
de clases desbalanceadas. Lamentablemente, debido a las diferencias entre estos dos enfoques del pro-
blema de clasificacion, los algoritmos propuestos en estas soluciones no pueden ser aplicados para
enfrentar el problema de clases desbalanceadas en la clasificacion multinstancia. El problema de clases
desbalanceadas en la clasificacién multinstancia ha recibido poca atenciéon hasta el momento, y solo
aparecen escasas discusiones sobre él y aisladas soluciones en la literatura. En el escenario de la clasi-
ficacion tradicional, uno de los métodos mas usados para tratar el problema de clases desbalanceadas
consiste en modificar la distribuciéon de los datos de entrenamiento a través de técnicas de muestreo
para equilibrar el balance de las clases. Esta variante podria ser aplicada para dar solucién a este pro-
blema en la clasificacién multinstancia. En esta tesis se propone un nuevo método basado en técnicas
de muestreo para enfrentar el problema de clases desbalanceadas y la modificaciéon de un método ya
realizado con el objetivo de obtener mejores resultados.

Situaciéon problémica

El problema de desbalance de clases surge en los problemas de clasificacion cuando la diferencia en
el tamano de las clases es muy acusado, provocando un deterioro importante en la calidad de la clasifi-
cacion, tanto en la clasificacion tradicional como en la clasificacién multinstancia. Aunque el problema
de desbalance de clases ha sido principalmente estudiado en la clasificacion simple-instancia, la clasi-
ficaciéon multinstancia también sufre el problema y se han hecho muy pocos aportes en esta linea con
vista a solucionarlo. Un enfoque de solucién es equilibrar el tamafio de ambas clases aplicando técnicas
de muestreo, que fundamentalmente son el submuestreo de la clase mayoritaria y el sobremuestreo de
la clase minoritaria.

Con el submuestreo de la clase mayoritaria se eliminan las bolsas que pertenecen a esta clase, de-
jando el conjunto de datos con n instancias menos, donde n representa la diferencia entre la cantidad
de bolsas negativas y las positivas. Con el sobremuestreo de la clase minoritaria se anaden nuevas ins-
tancias positivas al conjunto de datos hasta tener la misma cantidad de bolsas que la clase mayoritaria.
Para la creacion de una nueva bolsa se escogen dos bolsas positivas y se interpolan sus instancias para
dar lugar a las instancias que perteneceran a la nueva bolsa.

Recientemente se desarrollé6 un método de preprocesamiento de datos multinstancia, llamado MIS-
MOTE [36], que permite mejorar la calidad de clasificacion de datos multinstancia con clases des-
balanceadas. MISMOTE hace un sobremuestreo de la clase minoritaria mediante la introduccion de
ejemplos sintéticos con el objetivo de equilibrar el tamafio de las clases. Sin embargo el método de
submuestreo de la clase mayoritaria en conjuntos de datos multinstancia para mejorar la calidad de la
clasificaciéon en datos desbalanceados no ha sido estudiado.
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Algunos estudios sobre clasificacion tradicional (simple instancia) sugieren que la combinacion de
ambas técnicas (sobremuestreo y submuestreo) devuelven mejores resultados que aplicar cada técnica
por separado. La combinacién de ambas técnicas en la clasificacién multinstancia podria potencialmente
beneficiar el tratamiento de los datos con sus respectivas bondades. Sin embargo no se conoce en qué
proporcién la combinacién de ambos es mejor.

Por otro lado, el algoritmo MISMOTE genera una bolsa aleatoria a partir de la seleccion de ins-
tancias de bolsas vecinas que usa para generar instancias sintéticas por medio de interpolaciéon. La
seleccion de las instancias la hace mediante muestreo aleatorio simple con remplazo con el objetivo de
conservar en las bolsas generadas las caracteristicas originales de las bolsas de la clase positiva. Sin
embargo, el muestreo aleatorio con distribucién uniforme de MISMOTE, puede provocar en algunos
casos una falta de representatividad de las instancias positivas y por tanto podrian generarse bolsas
negativas en la clase minoritaria. Es deseable introducir mejoras en los métodos de preprocesamiento de
datos multinstancia con clases desbalanceadas para obtener desempenos superiores en la clasificacion.

Hipotesis

= Una soluciéon hibrida que implemente sobremuestreo de la clase minoritaria y submuestreo de la
mayoritaria para datos multinstancia podria mejorar los resultados de aplicar cada una de estas
técnicas por separado.

= Si en lugar de muestrear con distribuciéon uniforme, MISMOTE muestrea con distribuciéon pro-
porcional a la probabilidad de cada instancia de ser positiva, entonces la bolsa generada podria
tener mas probabilidad de pertenecer a la clase minoritaria (positiva), lo cual mejoraria la calidad
de la clasificacion en algunos tipos de conjuntos de datos.

Preguntas de investigacion

1. ;Mejora el submuestreo aleatorio de la clase mayoritaria la clasificacion de conjuntos de datos
multinstancia desbalanceados?

2. ;Existe un balance 6ptimo entre sobremuestro de la clase minoritaria y submuestreo de la clase
mayoritaria en la clasificacion multinstancia?

3. (Es posible mejorar el MISMOTE usando muestreo con distribucién proporcional a la probabi-
lidad de cada instancia de ser positiva en lugar de muestreo con distribucién uniforme?

4. (En qué medida estos algoritmos mejoraran la clasificacion de los datos?

Objetivo general

Desarrollar nuevos métodos de preprocesamiento de datos multinstancia basados en técnicas de
muestreo para mitigar el problema de clases desbalanceadas en la clasificacién multinstancia.
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Objetivos especificos

1. Implementar un método hibrido de preprocesamiento de datos multinstancia que combine MIS-
MOTE de la clase minoritaria y submuestreo de la clase mayoritaria.

2. Determinar cuél es el balance 6ptimo entre MISMOTE de la clase minoritaria y submuestreo de
la clase mayoritaria en la clasificacién multinstancia para distintos dominios de aplicacion.

3. Desarrollar una variante del método MISMOTE de forma tal que en el proceso de interpolacion
realice una seleccién dirigida de instancias segtn la probabilidad de que la instancia sea positiva,
en lugar de una seleccién aleatoria.

4. Verificar la eficacia de las soluciones propuestas y comparar los métodos desarrollados entre si
y con otras soluciones al problema de desbalance de clases en la clasificacion multinstancia para
determinar las mejores soluciones.

Estructura

Para una mejor comprension del presente documento, la estructura del contenido queda conformada
de la siguiente manera:

= Capitulo 1. Fundamentacion Teorica: Marco tedrico relativo a los conceptos necesarios para el
desarrollo de este trabajo.

= Capitulo 2. Anélisis e implementacion del método hibrido que aplica submuestreo de la clase
mayoritaria y sobremuestreo de la clase minoritaria con MISMOTE : En este se realiza el anélisis
e implementacién de este método y los resultados que el mismo devuelve al ser probado en
distintos casos y en diferentes combinaciones.

= Capitulo 3. Modificaciéon del método MISMOTE: Analisis detallado de como funciona el método
MISMOTE y en que medida se puede mejorar el mismo, también se le realizaran pruebas y se le
compararan los resultados con los del método sin modificar.



Capitulo 1

Fundamentacion teoérica

1.1. Clasificacion Multinstancia

La clasificaciéon multinstancia es una tareas enmarcada dentro del aprendizaje multinstancia. Cada
conjunto de datos esta formado por bolsas, que en realidad son conjunto de instancias(vectores atributo-
valor), La etiqueta de cada bolsa, es de tipo nominal y representa la clase o categoria de la bolsa. El
objetivo es construir un modelo a partir de las bolsas de entrenamiento que permita predecir las
etiquetas de clase de nuevas bolsas. Esta es una de las tareas que ha recibido mayor atencion en el
aprendizaje multinstancia debido a su gran aplicabilidad en los més variados campos de la actividad
humana.

Este capitulo expone los fundamentos de la clasificacién multinstancia.Presentando primeramente el
contexto en el que se inserta la misma y luego se formalizandola introduciendo la notaciéon matemaéatica
que sera usada en este informe. Seguidamente, se aborda la importancia que tiene el aprendizaje
multinstancia, y con este la clasificaciéon multinstancia. Por ultimo se introduce el tema del problema
del desbalance de clases, mencionando algunas de las soluciones existentes en la clasificacion tradicional
y multinstancia.

1.1.1. Aprendizaje Automatico

El aprendizaje automatico puede definirse como: Un programa de computadora aprende de la ex-
periencia E respecto a alguna clase de tarea T y una medida del desempeno D, si su desempeno en la
tarea T, medido a través de D, aumenta con la experiencia E[29].

Existen varios tipos de aprendizaje automatico. El mas ampliamente utilizado es llamado aprendi-
zaje supervisado. En este tipo de aprendizaje, los algoritmos requieren el suministro de un conjunto de
ejemplos, cada ejemplo descrito por un conjunto de atributos y una etiqueta asociada que corresponde
a alguna propiedad importante o decision relativa al ejemplo. La tarea del algoritmo de aprendizaje es
construir un modelo que genere predicciones precisas de las etiquetas de futuros ejemplos.

El aprendizaje no supervisado es un tipo de aprendizaje automatico donde los ejemplos no presentan
etiquetas de clase. Una forma de aprendizaje no supervisado, llamado agrupamiento, intenta dividir el
conjunto de datos dado en grupos de instancias relacionadas. El grado de relacién se mide tipicamente
utilizando una medida de proximidad, tal como la distancia Euclideana entre vectores de atributos.
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El aprendizaje semisupervisado se aplica a conjuntos de datos donde algunas instancias estan eti-
quetadas y otras no. Por tanto, puede considerarse que es un tipo intermedio entre el aprendizaje
supervisado y el aprendizaje no supervisado. El etiquetado de los datos es con frecuencia un proce-
so manual y costoso, mientras que los datos sin etiquetar pueden ser adquiridos automaticamente y
relativamente a bajo costo en algunos dominios de problemas.

Los tipos de aprendizaje descritos anteriormente trabajan con datos organizados en forma de tabla
plana, pero existen muchos problemas de aprendizaje que tienen una estructura relacional, es decir,
que estan formados por varias tablas que se relacionan entre si a través de atributos claves. Este tipo
de problemas de aprendizaje se conoce como aprendizaje relacional, y se contrapone con los problemas
que involucran una tabla plana, a los cuales se les llama problemas de aprendizaje atributo-valor o
aprendizaje proposicional.

1.1.2. Aprendizaje Supervisado

En el aprendizaje supervisado una instancia es un par (x; y), donde z= (z1, 22, 23,... ,2y) € X
es un vector de N atributos y y€Y es la etiqueta de decisiéon de la instancia. Los atributos y las
etiquetas de decision son tipicamente o bien elementos de los nimeros reales (atributos numéricos) o
bien conjuntos de nombres de un dominio especifico (atributos nominales). El espacio N dimensional
X de donde x toma valores se conoce como espacio de instancias o espacio de atributos, y Y es el
conjunto de etiquetas de decision. La Tabla 1.1.1 muestra la forma en que se representa la informacion
en el aprendizaje supervisado. Cada ejemplo z; es descrito por un vector de atributos y una etiqueta
de decision y;.

| Ejemplos | Atributo 1 | Atributo 2 | ... | Atributo N [ Decisién
X1 T1,1 T1,2 T1,N Y1
€2 T21 Z2 2 XT2,N Y2
M TM,1 T M2 TM,N Ym

Cuadro 1.1.1: Representacion de la informacion en el aprendizaje supervisado tradicional.

La tarea del aprendizaje supervisado es encontrar f(x) = y, basado en un conjunto de instancias
de entrenamiento D = {(x1,y1), (x2,¥2), ..., (Xar, yar) - Generalmente, f(z) es una funciéon que asigna
a cada elemento del dominio una etiqueta de decision. Cuando la etiqueta es un atributo nominal, este
proceso es llamado clasificaciéon. Cuando la etiqueta es un atributo numérico, el proceso es llamado
regresion. El proceso de clasificacion subyacente f(x) se conoce como un concepto en la terminologia
del aprendizaje automético. Dado un conjunto de ejemplos de entrenamiento D a partir de los cuales
aprender, un algoritmo de aprendizaje supervisado devuelve un modelo de los datos h(z), el cual se
pretende que sea la mejor aproximacion a f(x). Dicho modelo se conoce como hip6tesis o descripcion
del concepto.
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1.1.3. Aprendizaje multinstancia

El aprendizaje multinstancia es una variacion del aprendizaje proposicional en el que cada ejemplo
esta descrito, ya no por un tnico vector, sino por muchos vectores atributo-valor. El enfoque multins-
tancia se ha aplicado a distintos tipos de aprendizaje proposicional, sin embargo es mucho mas popular
en el aprendizaje supervisado.

En el aprendizaje supervisado estandar cada ejemplo es una instancia que consiste en un vector de
atributos, junto a una etiqueta de decision. La tarea es aprender una funcién que prediga la etiqueta
de decision de un ejemplo, dado el vector de atributos.Por otra parte, en el aprendizaje multinstancia,
cada ejemplo consiste en una bolsa de instancias que contiene las instancias sin orden ni concierto,
pudiendo estar incluso repetida la misma instancia dentro de la bolsa. Cada bolsa tiene asociada una
etiqueta de decision, pero las instancias en si no estan etiquetadas. El problema de aprendizaje es
construir un modelo, basado en las bolsas de ejemplo dadas, que pueda predecir la etiqueta de decision
de futuras bolsas.

Como se puede apreciar en la Figura 1.1.1 la el aprendizaje multinstancia es una generalizaciéon del
aprendizaje proposicional tradicional ya que cualquier ejemplo de este tltimo puede representarse en
el aprendizaje multinstancia como una bolsa que contiene una dnica instancia.

@

Instancia Xi [ rocesor y=f(Xi)

Baolsa Xi con ninstancias

Instancia Xi1
b) Instancia Xiz

Instancia Xi5 Procesa f y=f(xi)

Instancia Xin

Figura 1.1.1: Composicion del (a) aprendizaje supervisado tradicional y (b) aprendizaje supervisado
multinstancia.

1.1.4. Clasificacién multinstancia

En la clasificacion multinstancia un ejemplo es un par (X;y), dondeX = {z1, 2, ..., 27} EN%es un
multiconjunto (bolsa) de T instancias y y€Y es la etiqueta de clase del ejemplo. Se dice que es un
multiconjunto y no simplemente un conjunto porque el multiconjunto, a diferencia de este, permite
tener instancias repetidas. En notacién matematica, X €N® significa que X es un multiconjunto (una
bolsa) de elementos de z donde N representa el conjunto de los nimeros naturales. Las instancias
x;€x,i = 1....T son vectores de N atributos que, a diferencia del aprendizaje supervisado estandar,
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carecen de etiquetas de decision. El conjunto x es un espacio N-dimensional formado por el producto
vectorial de los N atributos que describen a las instancias, y Y es el conjunto de etiquetas de clase.

La mayorfa de los trabajos desarrollados en clasificaciéon multinstancia asumen que el atributo de
decision es binario,y={-+,-}, pero, en general, y puede tener mas de dos elementos, entonces se dice
que el problema de clasificacion es multiclase. La Tabla 1.1.2 muestra la forma en que se representan
los datos en el aprendizaje multinstancia. Cada ejemplo X; es descrito por T; vectores de atributos
y una etiqueta de decision y;. Observe que en nuestra notacion los ejemplos se representan con letra
mayuscula, para indicar que es una bolsa (un conjunto de vectores), mientras que las instancias dentro
de la bolsa se representan con letra mintscula, indicando que son vectores simples. La tarea de la
clasificacién multinstancia es encontrar f(X) = y, basado en un conjunto de instancias de entrena-
miento D = {(X1,v1)...(Xpm,yn)}, dondef : N* — Y es un concepto multinstancia. Un algoritmo
de aprendizaje multinstancia construye, a partir de un conjunto de ejemplos de entrenamiento D, un
clasificador o modelo de los datos h(z), el cual es una hipotesis de f(z).

] Ejemplos \ Instancias \ Atributo 1 \ Atributo 2 \ \ Atributo N \ Decision \
x1,1 x1,1,1 x1,1,2 Z1,1,N
T1,1y T1,7y,1 T1,7y,2 T1,7y,N
T TM1,1 TM1,2 TM,1,N
T M, Ty LM, Ty, 1 LM, Ty ,2 TM,T,,N

Cuadro 1.1.2: Representacion de los datos en el aprendizaje multinstancia

Muchos algoritmos de clasificacion multinstancia asumen la existencia de etiquetas de clase ocultas
en las instancias y la existencia de una determinada relacion entre las etiquetas de clase de las instancias
y las etiquetas de clase de la bolsa. A esta relacion asumida se le llama hipotesis multinstancia. Se han
propuesto varias hipotesis multinstancia, pero la mas ampliamente usada es conocida como hipoétesis
estandar. La hipotesis estandar establece que una bolsa es positiva si tiene al menos una instancia
positiva y que una bolsa es negativa si todas sus instancias son negativas. Dado un conjunto de datos
multinstancia no es posible saber a priori qué hipotesis multinstancia puede ofrecer mejores resultados
en la clasificacion.

1.1.5. Otros modelos donde esta presente el aprendizaje multinstancia

Aunque en el aprendizaje multinstancia una gran parte de la investigacion este centrada en los
problemas de clasificaciéon, no es esta la tnica linea investigativa que aborda este aprendizaje. Las
mas notables de estas son la regresion multinstancia[l, 35|, el agrupamiento multinstancia|22, 52] y el
aprendizaje multinstancia multietiqueta[54].

Regresiéon multinstancia

En la regresion multinstancia las bolsas estan asociadas con etiquetas de valores reales en lugar
de las etiquetas de clase binarias usados en la clasificaciéon, y la tarea es igualmente predecir estas
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etiquetas|1, 35].Al igual que la clasificacion multinstancia, la regresion multinstancia esta motivada
por el problema de la prediccion de la actividad farmacologica, ya que muchos desarrolladores de
farmacos prefieren prediccion de niveles de actividad de las drogas en vez de una clasificaciéon en
activo/inactivo.Otras areas de aplicacion identificadas es la prediccion de la profundidad optica de
aerosoles para la investigacion climatical47] y modelacion del rendimiento de las cosechas [43].

Agrupamiento multinstancia

Cuando en los problemas no se cuenta con las etiquetas de las bolsas de entrenamiento, el agru-
pamiento multinstancia permite formar grupos de bolsas segin criterios de semejanza.Es uno de los
métodos de aprendizaje mas populares dentro del aprendizaje no supervisado ya que puede ayudar
a encontrar la estructura inherente a los datos y tener una comprension de su distribucién,por lo
que puede ser usado como un paso de preprocesamiento para otras tareas, como la clasificacion o la
regresion|[52].

Aprendizaje multinstancia multietiqueta

En el aprendizaje supervisado tradicional, los problemas de aprendizaje multiclase contienen mas
de dos categorias de clasificacion, pero cada ejemplo pertenece a solo una de esas categorias.En el
aprendizaje multietiqueta las categorias no son mutuamente exclusivas,por lo que cada ejemplo pue-
de pertenecer a varias clases a la vez. Zhou & Zhang[54] formalizaron el aprendizaje multinstancia
multietiqueta (MIME), donde cada bolsa multinstancia puede tener multiples etiquetas de clase.

1.2. Importancia de la clasificacién multinstancia

El aprendizaje multinstancia fue probado inicialmente con los algoritmos de rectdngulos paralelos
a los ejes para la prediccion de la actividad farmacologica, pero ya hoy existen decenas de métodos
de solucién y siguen apareciendo nuevas propuestas que mejoran aspectos especificos de este pro-
blema. También ha crecido significativamente el ntimero y la variedad de los campos de aplicacion
que se han beneficiado con el aprendizaje multinstancia. Algunos ejemplos de aplicaciones recientes
son la anotacion automéatica de imagenes[55, 39, 13|, recuperacion de imagenes/videos basados en su
contenido[18, 33, 25, 26], seguimiento visual[53, 51, 30, 3], bioinformatical42, 14, 28], diagnostico médico
asistido por ordenador[10, 40, 31], imaginologia[45, 34, 12] , reconocimiento de emociones|24, 41, 21, 23],
deteccion de anomalias[50] , deteccion de minas terrestres|[8, 7], entre otras.Por lo que ha despertado un
gran interés entre los investigadores y profesionales de este ramo. En esta seccion se argumentara con
mas detalles sobre la importancia del aprendizaje multinstancia y, particularmente, de la clasificacion
multinstancia.

1.2.1. Surgimiento del aprendizaje multinstancia

El aprendizaje multinstancia fue definido formalmente en 1997 por Dietterich et al.[11]. Ellos tra-
bajaban en el problema de prediccion de la actividad de farmacos en la Corporacién Farmacéutica
Arris. Este problema es de gran importancia, pues permite ahorrar tiempo y dinero al concentrar los
esfuerzos de bidlogos y quimicos en la sintesis y prueba de compuestos para los cuales se predice una
alta actividad. Este problema consiste en encontrar moléculas que se enlacen estrecha y selectivamente
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a una proteina dada. El factor mas importante para determinar si una molécula se enlaza a una pro-
teina es su forma. Empleando el paradigma de aprendizaje supervisado se podria aprender la forma
adecuada de una molécula a partir de una serie de ejemplos positivos y negativos. Un ejemplo positivo
sera una molécula que se sabe que se enlaza a la proteina dada, mientras que un ejemplo negativo seria
una molécula que no se enlaza con la proteina. Sin embargo, el principal problema de este enfoque es
que las moléculas son objetos flexibles. Por tanto, una misma molécula puede tomar muchas confor-
maciones diferentes. La Figura 1.2.1 muestra un ejemplo de varias conformaciones que puede tomar
una molécula de butano al rotar uno de sus enlaces.

HHHY
HHYHY
HHHY

Figura 1.2.1: Diferentes conformaciones de una molécula de butano (C4H10)

Ya que no existe una tnica descripciéon para una molécula, es que se buscaron variantes para la
representacion de estos datos, dando paso asi a la apariciéon del problema multinstancia. Por tanto,
un ejemplo de entrenamiento esta formado por una colecciéon de conformaciones. Si una molécula es
positiva, sabemos que al menos una de sus posibles conformaciones es la correcta, aunque no sabemos
cual . Si una molécula es negativa, entonces ninguna de sus conformaciones es correcta.

El trabajo de Dietterich et al.[11] no solo ofrecié una mejor solucion al problema de prediccion de la
actividad de farmacos sino que fundo un nuevo paradigma del aprendizaje automatizado, importante
tanto desde el punto de vista practico, con aplicaciones a nuevos y més complejos problemas, como
desde el punto de vista tedrico por su conexioén con el aprendizaje relacional y su capacidad para
manejar la ambigiliedad en los datos.
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1.2.2. Ejemplos donde se puede aplicar la clasificacion multinstancia

A continuacién se muestran algunos ejemplos de aplicaciones de clasificacion multinstancia donde
se ilustran como este enfoque puede ser usado para solucionar determinados problemas de clasificacion.

En la recuperacion de imagenes basada en su contenido (CBIR, siglas del termino ingles content-
based image retrieval ) es una de las areas de aplicacion maés frecuentes en el estudio del aprendizaje
multinstancia. En CBIR, los usuarios presentan ejemplos de las imégenes que desean y la tarea es
determinar si una nueva imagen sera de su interés. Una imagen es representada por un conjunto de
segmentos (regiones de pixeles) que estan caracterizadas por descriptores de color, textura y forma.
Una bolsa representa una imagen y una instancia dentro de una bolsa representa un segmento de la
imagen. No se conoce cuales segmentos y atributos de una imagen estan relacionados con el contenido
deseado, las etiquetas de clase de las instancias individuales son desconocidas|9, 27].

La clasificacion multinstancia tiene también aplicaciones en la categorizacion de texto, donde la
tarea es asignar etiquetas semanticas a los documentos de texto. Un documento puede ser representado
como una bolsa y las instancias son obtenidas al dividir el documento en fragmentos méas pequenos. Se
pueden extraer atributos tales como las frecuencias de ocurrencia de las palabras en cada fragmento
para formar las instancias.

olglelolelOlelc|olo
L4/ 411 A4
22 d 2|22
L EENEEIEERE
A4 4 4N/ 4%
K515 [8(8]5]55
A AERAGEEE
adrac ik caN EIE:

8P 5 88287
Y ERRVIEE

Figura 1.2.2: Ejemplo de representacién multinstancia en las variaciones en el trazado de los digitos

Otra aplicacion donde se puede hacer un buen uso de este modelo de clasificacion es en el reconoci-
miento de niimeros(o letras) manuscritos, debido a la diversidad de formas en las que un numero o letra
puede ser dibujada(cada persona escribe de forma distinta). En la Figura 1.2.2 se puede apreciar un
ejemplo limitado a ntmeros y con pocas formas de escribir cada uno,donde en cada fila hay miltiples
representantes (instancias) de una misma clase de digito.Este importante problema del campo del re-
conocimiento de patrones ha sido enfocado de muchas maneras, por ejemplo, en[38, 37] un conjunto de
N transformaciones aplicadas a un patron se interpreta como una variedad matemética N-dimensional
del patron. Los autores presentan una red neuronal de retropropagacion para aprender el conjunto de
variaciones de cada patron. Desde el enfoque multinstancia cada clase de digito (digamos, un 5) se
corresponde con un ejemplo, y las distintas transformaciones de un digito se pueden entender como
distintas variaciones del mismo, por tanto, serdn multiples instancias del mismo ejemplo.
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1.2.3. La ambigiiedad como fuente de problemas multinstancia

Debido al polimorfismo, en el aprendizaje multinstancia se modelan los problemas a partir de
entradas ambiguas.Un caso comin de entrada polimorfa se ve reflejada cuando un objeto puede tener
multiples apariencias diferentes en el espacio de entrada y no se conoce cual de ellas es responsable
de la etiqueta del objeto. También cuando un objeto estd compuesto por piezas o partes, cada una de
las cuales tiene una representacion en el espacio de entrada, y la etiqueta se asigna al objeto como un
todo y no a las partes, aunque solo una o unas pocas sean responsables de la etiqueta.

1.3. Problema del desbalance de clases

Cuando hay una diferencia significativa entre el tamano de las clases en los problemas de clasificacién
se dice que las clases estdn desbalanceadas.Tanto en el aprendizaje tradicional como en el multinstancia
cuando estamos en presencia de este problema el desempeno de los sistemas de clasificacion baja,
afectando fundamentalmente la clase con menor cantidad de representantes(minoritaria).Por ejemplo,
cuando se quieren encontrar enfermedades severas que afectan a una entre miles de personas(caso
tipico de desbalance de clases), aunque la enfermedad sea rara, es muy importante identificarla en
la persona que la padece (acertar el caso positivo) para poder tratarla. También cuando se desea
detectar operaciones financieras fraudulentas, aunque la gran mayoria de las operaciones sean legales, es
sumamente importante detectar cualquier operacion fraudulenta, por las grandes perdidas econémicas
que una sola de ellas puede ocasionar.

Aunque a este fenomeno se le ha dado en llamar problema de las clases desbalanceadas, en realidad
la diferencia entre el tamano de las clases no es la esencia del problema, sino una condicién que favorece
la manifestacion de otros problemas que subyacen en segundo plano. Entre las causas primarias que
dan lugar a los efectos observados tras el problema de las clases desbalanceadas, algunos de los mas
conocidos son los siguientes:

= Uso de medidas del desempeno inadecuadas para guiar el proceso de aprendizaje: Los algoritmos
de aprendizaje que usen de forma explicita o implicita heuristicas basadas en maximizar medi-
das del desempefio tales como la exactitud de la clasificacion (accuracy) tenderan a ignorar los
ejemplos de la clase minoritaria. Como estas medidas tratan los aciertos de ejemplos positivos de
igual manera que los aciertos de ejemplos negativos, al ser estos tltimos mucho mas abundantes,
los aciertos de ejemplos positivos pasan a ser irrelevantes. Consideremos un conjunto de datos
desbalanceado, que tenga, digamos, un ejemplo positivo por cada 100 negativos. Un clasificador
que trate de maximizar el accuracy de su regla de clasificacién podra obtener una exactitud
del 99 % con solo ignorar los ejemplos de la clase positiva, clasificando todos los ejemplos como
negativos.

= Pequeno tamano de la muestra: Para que el aprendizaje sea efectivo se necesitan conjuntos de
ejemplos representativos de cada clase. Si el niimero de ejemplos de la clase minoritaria es muy
bajo el desempetio de la clasificacion puede afectarse por falta de representatividad [20].

= Solapamiento entre clases: Las clases pueden estar (en alguna medida) solapadas por una pobre
definicion intrinseca de los conceptos que ellas representan, o porque los atributos seleccionados
no son suficientes para diferenciarlas adecuadamente[4]. Naturalmente, mientras mayor es el sola-
pamiento entre las clases mas dificil se hace su separacion. Sin embargo, las clases desbalanceadas
amplifican el efecto: menores niveles de solapamiento son suficientes para observar un marcado
deterioro del desempeno de la clasificacion [32, 17].
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= Presencia de subconceptos en la clase minoritaria: La presencia de subconceptos es otro factor
que aumenta la complejidad de un problema de clasificaciéon debido a que implica una descripcion
més larga de la frontera de decision. Las fronteras de decisiéon méas largas requieren méas ejemplos
para su especificacion. Por eso, aunque los subconceptos pueden aparecer en cualquier clase,
cuando estan en la clase minoritaria, puede ser particularmente dificil su identificaciéon por estar
més esparcida la muestra [19].

Usualmente la tasa de desbalance (IR) es el medidor que marca cuan grande es el desbalance entre las
clases, que se define como el cociente del nimero de ejemplos en la clase mayoritaria entre el niimero
de ejemplos en la clase minoritaria . Mientras mayor es el IR, mayor es el desbalance entre las clases.
Sin embargo, no puede decirse explicitamente a partir de que valor de IR es apreciable el deterioro de
la clasificacién, debido al caracter heterogéneo de la complejidad de los conjuntos de datos.

La mayoria de los algoritmos de aprendizaje tradicionales no son apropiados para datos con clases
desbalanceadas, generando modelos de clasificacion subéptimos en casos de una buena cobertura de
los ejemplos de la clase mayoritaria, pero con frecuentes errores en la clasificacion de los ejemplos de
la clase minoritaria.

Actualmente es ampliamente reconocida la necesidad de emplear medidas robustas para evaluar la
calidad de la clasificacion cuando las clases estan desbalanceadas, medidas que no sean falseadas por
la prevalencia de una clase, y cuantifiquen fielmente cuan bueno es un clasificador, ya sea identificando
ejemplos de la clase minoritaria, o de ambas clases, como mejor convenga a la aplicacion. En la seccion
siguiente se presentan algunas de estas medidas, las cuales son usadas en este estudio.

1.3.1. ;Co6mo medir el desempeno de la clasificacion cuando las clases estan
desbalanceadas?

En un problema de clasificacién de dos clases hay cuatro posibles salidas, las cuales estan repre-
sentadas por la matriz de confusiéon que se muestra en la Tabla 1.3.1. Esta puede considerarse la
informacion mas bésica sobre el desempeno de la clasificacion, a partir de la cual se definen medidas
mas avanzadas.

Clasificados como positivo  Clasificados como negativos

Realmente Positivo (AP)  Verdaderos Positivos (TP) Falsos Negativos (FN)
Realmente Negativo (AN) Falsos Positivos (FP) Verdaderos Negativos (TN)

Cuadro 1.3.1: Matriz de confusion para un problema de dos clases

En este trabajo se usan las siguientes medidas de desempeno:

» Precision y recall : estas medidas se calculan a partir de la matriz de confusion. Precision es
una medida de exactitud, ya que da la fraccion de ejemplos clasificados como positivos que son
realmente positivos. Por otro lado recall, también llamada exactitud de la clase positiva, es una
medida que da la fraccion de ejemplos de la clase positiva que han sido clasificados correctamente.
Observe que estas medidas se centran en la identificacion de la clase minoritaria.

. TP
Precision = m (131)
TP
Recall = ————— (1.3.2)

TP+ FN
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= F'1:es también una medida usada en el campo de la recuperacion de informacion. Se define como
la media armoénica de precision y recall. Por lo general, el objetivo principal de un algoritmo de
aprendizaje es maximizar el recall, sin sacrificar la precision. Sin embargo, ambos objetivos entran
en conflicto frecuentemente, y es dificil decidir el mejor entre dos algoritmos si uno aventaja al otro
en precision y el otro aventaja al primero en recall. F'1 incorpora el equilibrio costo-beneficio de
recall y precision, dando igual peso a ambas medidas, para evaluar el desempeno de un clasificador
a través de un solo numero. Al igual que precision y recall, F'1 se enfoca solo en la clase positiva.

Pl 2 2 X recall X precision

= 1.3.3
1/recall+1/precision recall + precision ( )

m AUC: es el area bajo una curva ROC. La curva ROC describe equilibrios entre beneficios (TP)
y costos (FP) a lo largo de un rango de umbrales de un modelo de clasificacion. Los graficos
ROC son consistentes para un problema dado aun si la distribucién de instancias positivas y
negativas esta altamente desbalanceada. El AUC permite medir el desempeno de un clasifica-
dor para evaluar cuéil modelo es en promedio mejor usando un tnico valor numérico obtenido a
partir de la curva ROC. Su valor representa la probabilidad de que un ejemplo positivo selec-
cionado aleatoriamente sea evaluado correctamente con mas seguridad que un ejemplo negativo
seleccionado aleatoriamente. AUC tiene un soélido significado estadistico ya que es equivalen-
te a la prueba de rangos de Wilcoxon dados n puntos (T'P;; F'P;) de una curva ROC creada
a partir de AP ejemplos positivos y AN ejemplos negativos usados para el calculo exacto del
AUC basado en la regla trapezoidal. El proceso de calculo se ilustra en la figura 1.3.1 , don-
de AN TP, =TP, —TP;;1,AFP;, = FPi — FP; 1y S; = AN — FP,,AUC toma en cuenta la
identificacion correcta de ambas clases.

n—1

1 1
AUC = s ; ATP; (Si + 2Fpi> (1.3.4)
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Figura 1.3.1: Ejemplo de curva ROC y el calculo del AUC

= GMean: Es la media geométrica entre TPRate y TNRate. Donde TPRate es la tasa de instancias
clasificadas correctamente como positivas respecto al total de positivas y TNRate la tasa de
instancias clasificadas correctamente como negativas respecto al total de negativas.

TP
TN
GMean = VTPRate x TN Rate (1.3.7)

1.3.2. Soluciones existentes en la clasificacion tradicional

El problema de clases desbalanceadas en la clasificacion monoinstancia puede enfrentarse por medio
de cuatro tipos principales de soluciones:

1. Soluciones a nivel de algoritmo: Los algoritmos tradicionales de aprendizaje son adaptados para
favorecer el aprendizaje de la clase pequena. Se ha probado que estas soluciones son efectivas
para ciertos algoritmos de aprendizaje de clasificadores y en algunos dominios de aplicaciones, sin
embargo son dificiles de extender a otros contextos porque requieren un profundo conocimiento
del algoritmo de aprendizaje y del por que fallan cuando la distribucion de clases de los datos
disponibles esta desbalanceada. Por este motivo, son preferibles las soluciones en las que la
estrategia de aprendizaje subyacente permanece sin cambios.

2. Soluciones sensibles al costo: Se basan en los diferentes costos asociados a los errores de clasifica-
cioén en las clases o incluso en ejemplos especificos, ya que el costo del error en la clasificacion de
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un ejemplo de la clase més pequena es, por lo general, mas elevado. La estrategia en este tipo de
soluciéon es minimizar el costo de la clasificacion general. La principal desventaja del aprendizaje
sensible al costo es que estd basado en una matriz de costo para diferentes tipos de errores o
ejemplos. Sin embargo, muchas veces no se dispone de una matriz de costo para un conjunto de
datos dado.

3. Soluciones mediante técnicas de muestreo: Alteran la distribucion de clases mediante un sobre-
muestreo o submuestreo del espacio de datos buscando el balance de las clases.

4. Soluciones de ensambles: Los ensambles construyen miltiples clasificadores a partir de los datos
originales y luego agregan sus predicciones cuando clasifican ejemplos desconocidos. Los ensam-
bles pueden utilizar técnicas de muestreo o sensibles al costo, los primeros se basan en la aplicacion
de una técnica de muestreo a una parte de los datos antes del entrenamiento de cada uno de los
clasificadores que forman parte del ensamble. En los ensambles sensibles al costo el peso de los
ejemplos se calcula tomando en cuenta, no solo la frecuencia de las clasificaciones erradas, sino
también los costos de los errores.

1.3.3. Técnicas de muestreo

Para solucionar el problema del desbalance de clases existen varias opciones que implementan
técnicas de muestreo. Se puede aplicar sobremuestreo (oversampling), que consiste en balancear la
distribucién de las clases anadiendo ejemplos de las clase minoritaria, algunos de los algoritmos que
utilizan esta técnica son SMOTE, que genera nuevas instancias de la clase minoritaria interpolando
los valores de las instancias minoritarias méas cercanas a una dada y Resampling que duplica al azar
instancias de la clase minoritaria.

Por lo contrario si se eliminan ejemplos de la clase mayoritaria también se puede llegar a solucio-
nar este problema, a esta técnica se le conoce como submuestreo (undersampling) y la implementan
algoritmos como Random undersampling, que elimina instancias al azar de la clase mayoritaria Tomek
Links, que elimina sélo instancias de la clase mayoritaria que sean redundantes o que se encuentren
muy cerca de instancias de la clase minoritaria y Wilson Editing o ENN( Editing Nearest Neighbor )
que elimina aquellas instancias donde la mayoria de sus vecinos pertenecen a otra clase.

SMOTE

Para comprender como funciona SMOTE es necesario conocer el algoritmo de la regla del vecino
mas cercano, que consiste en suponer que instancias proximas entre si tienen mayor probabilidad de
pertenecen a la misma clase. El principal inconveniente del algoritmo es el alto coste computacional
que tiene.

SMOTE ( Syntetic Minority Over-sampling Technique ) es un algoritmo de oversampling que genera
instancias “sintéticas” o artificiales para equilibrar la muestra de datos basado en la regla del vecino
mas cercano. La generaciéon se realiza extrapolando nuevas instancias en lugar de duplicarlas como
hace el algoritmo de Resampling . Para cada una de las instancias minoritarias se buscan las instancias
minoritarias vecinas (méas cercanas) y se crean N instancias entre la linea que une la instancia original
y cada una de las vecinas. El valor de N depende del tamano de oversampling deseado. Para un caso
del 200 % por cada instancia de la clase minoritaria deben crearse dos nuevas instancias genéricas.

Dependiendo de la cantidad de sobremuestreo que se vaya a realizar, se seleccionan aleatoriamente
varios ejemplos de entre los k vecinos mas cercanos. Sea zy un ejemplo de la clase minoritaria, y z; uno
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de los vecinos mas cercanos de x seleccionado aleatoriamente, entonces se genera un nuevo ejemplo
sintetico sg; a partir de xg y x;, calculando su valor mediante la siguiente formula .

s0i=20 + A(@; — Zo) (1.3.8)

Donde A es un ntimero aleatorio entre 0 y 1 generado para cada componente del vector sg;. Esto
causa la selecciéon de un punto aleatorio a lo largo del segmento de linea entre los valores de dos
atributos especificos. El proceso se ilustra en la figura 1.3.2 .

Figura 1.3.2: Ejemplo de interpolacion aleatoria hecha por SMOTE

Alguna de las caracteristicas que posee este algoritmo de sobremuestreo son :
= Crea ejemplos sintéticos en lugar de hacer un sobremuestreo con reemplazo.
= Opera en el espacio de atributos feature space , en lugar del espacio de datos data space .

= Crea un ejemplo sintético a lo largo de los segmentos de linea que unen alguno o todos los k
vecinos mas cercanos de la clase minoritaria. Se eligen algunos de los k vecinos méas cercanos de
manera aleatoria.

SMOTE es el algoritmo herramienta mas utilizada para realizar el sobremuestreo pero presenta los
siguientes inconvenientes:

= Puede generar muchos ejemplos artificiales cuyas semillas son ejemplos con ruido.

= Al generar un nuevo ejemplo, interpola entre dos ejemplos de la clase minoritaria, sin embargo,
pueden existir muchos ejemplos cercanos o inclusive entre ellos de la clase mayoritaria, generando
modelos incorrectos.

= Solo funciona con variables continuas.
= No tiene una forma clara de decidir cuantos ejemplos generar.

Para minimizar los inconvenientes anteriores, después de usar SMOTE pueden aplicarse algoritmos
de limpieza para reducir el ruido y el solapamiento de las clases como Tomek Links yWilson Editing
(ENN).
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1.3.4. Soluciones existentes en la clasificacion multinstancia

El uso de amplificadores sensibles al costo en conjuntos de datos multinstancia desbalanceados es
una de las lineas que se estudian para solucionar el problema de las clases desbalanceadas.Algunos de
los mas utilizados son algoritmos ensambles secuenciales que recalculan el peso de los datos después
de cada iteracion, de forma que el proximo clasificador débil en ser entrenado se centre més en los
ejemplos que fueron mal clasificados la vez anterior.

El algoritmo ampliador mas popular para clasificacién multinstancia es el AdaBoost, el cual se
describe a continuacion.

SeaT = {(z1,91); - (xanr,ynm)} un conjunto de ejemplos de entrenamiento donde cada instancia x;
pertenece a un espacio de instancias X y, enfocandose en problemas de clasificacion de dos clases, cada
etiqueta y; pertenece al conjuntoY = {—1,+41}. El ampliador usa un algoritmo de aprendizaje base
(también llamado débil) que acepta como entrada un conjunto de ejemplos de entrenamiento T' junto
con una distribucion de pesos D = {1,--- , M} , sobre los indices de T. Dada esa entrada, el algoritmo
de aprendizaje base calcula una hipotesis base (o débil) h. El signo de h(z) es interpretado como la
etiqueta que debe ser asignada a x. La idea de la amplificacién es usar el algoritmo de aprendizaje
base para formar una regla de prediccion de gran exactitud al invocar el algoritmo de aprendizaje base
repetidamente en diferentes distribuciones sobre los ejemplos de entrenamiento. Inicialmente los pesos
son uniformemente distribuidos con valor 1/M. En cada iteracion el peso de los ejemplos correcta (o
incorrectamente) clasificados por h es disminuido (o aumentado).

Los amplificadores pueden usarse con cualquier algoritmo de aprendizaje base siempre que este
pueda manejar pesos en los ejemplos. Si se usa un algoritmo de aprendizaje multinstancia como algo-
ritmo de aprendizaje base, entonces el amplificador serd capaz de aprender a partir de conjuntos de
datos multinstancia (en lugar de conjuntos de datos monoinstancia). En [46] se propone la estrategia
de usar un clasificador multinstancia como algoritmo de aprendizaje base de un ensamble amplificador
sensible al costo. Ellos incluyen en su estudio diversas variantes de ensambles amplificadores sensibles
al costo. Cada variante introduce, de una forma diferente, informacién de costo dentro de la formula
de actualizacion de pesos de AdaBoost, tabla 1.3.2 .

Nombre de la variante modificacion en la formula de actualizacién de pasos

Ab2 K (Xi,yi) = Ciexp(—awyihe (X))
Ab3 Ki(Xi,y:) = Ciexp(—Ciasyihi(X;))
Ab4 Ki(Xi,yi) = Cleap(—Conyihi(Xi))

Cuadro 1.3.2: Variantes de AdaBoost sensible al costo usadas para clasificaciéon multinstancia en pro-
blemas con clases desbalanceadas.

Los clasificadores base usados en [46] para los algoritmos amplificadores sensibles al costo son
MITI[6] y MIRI[5]. En [46]muestran que en los conjuntos de datos multinstancia estudiados los algorit-
mos amplificadores sensibles al costo mejoran el desempeinio de la clasificacion tanto de los clasificadores
base como de los amplificadores estandares.

Por otra parte una solucion viable para enfrentar el problema de desbalance de clases en la cla-
sificacion multinstancia es utilizar técnicas de muestreo(sobremuestreo o submuestreo). En [36] se
implementa el equivalente a SMOTE de la clasificacion monoinstancia tradicional para la clasificacion
multinstancia, este algoritmo de preprocesamiento de datos es llamado MISMOTE y genera bolsas
sintéticas del tipo de la clase minoritaria interpolando instancias escogidas aleatoriamente de pares
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de bolsas hasta formar tantas bolsas como hagan falta para equilibrar el tamano de las clases. En el
capitulo 3 se explica méas detalladamente como funciona.



Capitulo 2

Combinaciéon submuestreo con
sobremuestreo

Estudios realizados en la clasificacion tradicional sugieren que la combinacion del sobremuestreo
de la clase minoritaria con el submuestreo de la clase mayoritaria puede mejorar la calidad de la
clasificacion. Siguiendo esta idea surge la interrogante de qué pasaria si utilizdramos esta técnica en
la clasificacion multinstancia. En este capitulo se implementa la combinaciéon de submuestreo de la
clase mayoritaria, usando submuestreo aleatorio, con sobremuestreo de la clase minoritaria, usando
MISMOTE. Primeramente se explica en que consiste cada uno de los métodos de muestreo, luego se
describe el proceso de combinacién de las dos técnicas y después se realizan experimentos con distintas
combinaciones de submuestreo y sobremuestreo para determinar si existe una combinacién 6ptima que
mejore significativamente la calidad de la clasificacion de conjuntos de datos multinstancia afectados
por el problema de clases desbalanceadas. .

2.1. Submuestreo de la clase mayoritaria

El submuestreo de la clase mayoritaria consiste en seleccionar ejemplos del conjunto que pertenece
a la clase negativa o mayoritaria para formar un nuevo subconjunto de entrenamiento con un niimero
reducido de los ejemplos de la clase mayoritaria y de esta forma disminuir el desbalance entre las clases
positiva y negativa. El muestreo se hace sin remplazo, es decir, una vez que una instancia ha sido
seleccionada para formar parte del subconjunto de la clase negativa, no vuelve a ser considerada en la
proxima seleccion.

El submuestreo es equivalente a descartar una parte de los datos. Considere que hay N ejemplos en
la clase mayoritaria. El submuestreo de QQ ejemplos es equivalente a descartar N-Q ejemplos. Es por
ello que este procedimiento debe aplicarse a clases que tengan un ntiimero considerablemente alto de
instancias, ya que al submuestrear podria perderse informacién representativa de la clase en cuestion.

En general las técnicas de submuestreo pueden ser aleatorias o dirigidas. En el submuestreo dirigido
se emplean diversas heuristicas para seleccionar los ejemplos de la clase mayoritaria. Por ejemplo,
algunos se enfocan en seleccionar instancias que se encuentran en la frontera que divide las clases,
otros eliminan los que mas vecinos tengan de la clase contraria ya que estas son consideradas instancias
ruidosas. La principal funcién del submuestreo dirigido es la de limpiar los datos y mejorar la definicion

20
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de la frontera de decisién, pero como el submuestreo dirigido no se puede usar de forma masiva no
es util para reducir significativamente el tamano de la clase mayoritaria. Por este motivo, cuando se
trata de enfrentar el desbalance de clases equilibrando el tamano de las clase se usa por lo general el
submuestreo aleatorio en lugar del dirigido. En el submuestreo aleatorio se seleccionan instancias al
azar siguiendo una distribucién uniforme, es decir todas las instancias tienen la misma probabilidad
de ser seleccionadas, de esta forma se tiene una alta probabilidad de conservar las caracteristicas de la
clase representadas en el conjunto de datos original.

En este trabajo se utiliza el submuestreo aleatorio para reducir el tamano de la clase mayoritaria
en conjuntos de datos multinstancia con clases desbalanceadas. El objetivo es verificar si esta técnica
de submuestreo permite mejorar la clasificacién de conjuntos de datos multinstancia con clases desba-
lanceadas, ya que hasta donde se conoce no han sido reportado estudios sobre este método de solucion.
Para cumplir con este objetivo se realizaron los experimentos descritos en la secciéon 2.4.

El pseudocodigo del submuestreo aleatorio se muestra en el algoritmo 1. A partir de las entradas
D ={By,Bs,...,Byn}y N, donde D es un conjunto de ejemplos(bolsas) y N la cantidad de ejemplos
a eliminar, el objetivo es obtener D’ que es un subconjunto de D representado por las (M — N) bolsas
restantes luego de que se escogieran aleatoriamente y eliminaran N ejemplos del conjunto D.

Input:
conjunto D = {X1,..., X} de bolsas
ntimero N de bolsas a eliminar

Output:
conjunto D’ de bolsas con N bolsas menos

1 D' «<D
2 fori+ 1to N do
3 L Seleccionar una bolsa aleatoriamente de D’ y quitarla de D’

4 return D’
Algorithm 1: Submuestreo aleatorio

2.2. Sobremuestreo de la clase minoritaria

El sobremuestreo de la clase minoritaria es todo lo contrario al submuestreo de la clase mayoritaria
ya que con este se busca aumentar la cantidad de ejemplos que representan la clase minoritaria. Uno de
los ejemplos més conocidos en la clasificacion tradicional es el SMOTE, al cual se le han desarrollado
algunas variantes. E1 SMOTE toma cada ejemplo de la clase minoritaria e introduce ejemplos sintéticos
a lo largo del segmento de linea que une a algunos de los k vecinos mas cercanos de la clase minoritaria,
es decir, a partir de un ejemplo de entrenamiento P se genera un nuevo ejemplo sintético seleccionando
aleatoriamente uno de los k£ vecinos més cercanos de P. Para crear una instancia sintética a partir
de dos instancias, una de entrenamiento y una de sus k vecinas més cercana, se realiza el proceso de
interpolacion entre los dos vectores respectivos de cada instancia.

En el aprendizaje multinstancia existen muy pocos estudios sobre algoritmos de muestreo. MIS-
MOTE es un algoritmo de sobremuestreo de la clase minoritaria, el equivalente de SMOTE pero para
la clasificacion multinstancia, introducido en [36]. En MISMOTE para generar una nueva bolsa se
interpolan, tantas veces como instancias vaya a tener la bolsa, pares de instancias escogidas aleatoria-
mente, una de cada bolsa. La bolsa sintética resultante van a tener un tamano igual al promedio de los
tamanos de las k bolsas mas cercanas a la bolsa de entrenamiento original. El algoritmo 2 representa
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el método MISMOTE. Donde se refleja todo el proceso ocurrido para la generacion de un conjunto de
bolsas sintéticas.

Para una mejor comprension del algoritmo se ilustra su funcionamiento con un ejemplo. Dado un
conjunto de bolsas positivas con 5 bolsas que quiere sobremuestrear hasta 23 bolsas, primeramente
el algoritmo el la linea 2 y 3 inicializan cinco conjuntos de vecinos més cercanos . De la linea 4 a
la 8 genera 4 bolsas sintéticas por cada bolsa del conjunto de entrenamiento a través del algoritmo
GenerarBolsa que se le pasa como parametro una bolsa y el conjunto de sus k vecinos mas cercanos.
Por ultimo de la linea 9 a la 17 se generan las 3 bolsas restantes seleccionando para esto 3 instancias
aleatorias de las 5 del conjunto de entrenamiento inicial y sus k vecinos méas cercanos.

Input:

conjunto D = {Xy,..., X/} de bolsas de entrenamiento positivas
naumero N de bolsas sintéticas a generar
ntmero k de vecinos més cercanos
Output:
conjunto D’ de bolsas sintéticas positivas

=

D’ < () inicializar conjunto de bolsas sintéticas

2 for i < 1to M do

3 L NN; < () inicializar conjunto de vecinos més cercanos
4 if N > M then

5 for i < 1 to M do

6 NN, < calcular los k vecinos mas cercanos de X;
7 for j <1 to Ndiv M do

8 L GenerarBolsa (X;,NN;) y anadirla a D’

9 if Nmod M > 0 then

10 L < ( inicializar lista de bolsas positivas

11 L<+D

12 for j < 1 to Nmod M do

13 seleccionar aleatoriamente un X; de L

14 remover X; de L

15 if N < M then

16 L NN; < calcular los k vecinos més cercanos de X;
17 GenerarBolsa (X;,NN;) y anadirla a D’

18 return D’
Algorithm 2: MISMOTE: distribucién de la generacion
El algoritmo 3genera una bolsa sintética a partir de dos bolsas, una de entrenamiento y la otra
seleccionada de sus k vecinos mas cercanos. En las lineas 7 y 8 se observa que la selecciéon de instancias
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a interpolar dentro de una bolsa se hace de forma aleatoria.
Input:
bolsa X de partida para la generacion de una nueva bolsa
conjunto NN de los k vecinos més cercanos de X
Output:
bolsa sintética Z

NumAtirs < namero de atributos
minClass <— valor de la clase positiva o minimal
Z <+ () inicializar una nueva bolsa sintética
Y < escoger aleatoriamente una bolsa de NN
Size < calcular el tamano promedio de las bolsas en NN
for r + 1 to Size do
x <+ Seleccion aleatoria de una instancia de X
y < Seleccion aleatoria de una instancia de Y
z < inicializar instancia sintética
for a + 1 to NumAttrs do

x4 < valor del atributo a-ésimo de x

Ya < valor del atributo a-ésimo de y

A < namero aleatorio entre 0 y 1

Za < Ta + A (Yo — Ta)

© 0 N O Uk W N

[ S SRy
W N = O

[y
S}

| agregar z a Z

return 7

[y
(=]

Algorithm 3: MISMOTE: Generacion de la bolsa sintética

El algoritmo 2 permite aplicar la técnica de sobremuestreo al escenario multinstancia por medio
de la generacién de bolsas del algoritmo 3 con caracteristicas similares a aquellas que le rodean. Los
elementos principales de su diseno son la definicién del tamafio de la bolsa sintética como el promedio
de los tamanos de las bolsas méas cercanas, y la seleccién de las instancias a ser interpoladas a través de
muestreo simple aleatorio con remplazo. La seleccion del tipo de muestreo se hizo con la intensiéon de
que la bolsa generada mantuviera las mismas caracteristicas de las bolsas originales al tener instancias
representativas del conjunto de entrenamiento. En la linea 3 y 4 se calculan la cantidad de bolsas a
generar por cada bolsa positiva y la cantidad extra a generar para lograr el balance 6ptimo de ambas
clases.

2.3. Remuestreo en ambas clases

Debido a que cada uno de los algoritmos de muestreo trabajan con una parte del conjunto de datos.
El submuestreo se le aplica a la clase mayoritaria mientras que el sobremuestreo a la minoritaria,
ninguno interfiere en el trabajo del otro.

Los tnicos parametros que necesitan estos algoritmos como entrada son los conjuntos de ejemplos
de entrenamiento y el niimero de bolsas de la clase positiva debe construir MISMOTE y la cantidad
de bolsas que debe seleccionar el submuestreo aleatorio de la clase mayoritaria. El resultado final es
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un conjunto de datos balanceado donde el IR sea igual a 1.
Input:
conjunto desbalanceado D = {By,...,Bn}
pSubmuestreo porciento a aplicar submuestreo
pSobremuestreo porciento a aplicar sobremuestreo
Output:
conjunto D balanceado

cantPositivas < cantidad de bolsas positivas en D

cantNegativas < cantidad de bolsas negativas en D
(cantNegativas—cantPositivas)

cantToSub < pSubmuestreo x

cantToSob pSobremuestreo « (cantNegativas—cantPositivas)
100

D +MISMOTE(D,cantToSob) se sobremuestrea
D +SubmuestreoAleatorio(D,cantToSub) se submuestrea
return D

N 0 gk W N e

Algorithm 4: Remuestreo en ambas clases
En el algoritmo 4, en la linea 3 se calcula el parametro cantidad de bolsas a submuestrear, que
utilizara en la linea 5 el algoritmo 1 y en la linea 4 se calcula la cantidad de bolsas a generar utilizada
en el algoritmo 2, parametros necesarios para garantizar el balance de las clases.
La experimentacion con distintas combinaciones de submuestreo y sobremuestreo permitiré cono-
cer si existe una combinacion 6ptima, y si existe, cual es para distintos dominios de aplicaciéon. Los
resultados se muestran en la seccion 2.4.

2.4. Experimentos

Los experimentos se organizaron en un conjunto de pasos que se muestran en la figura 2.4.1.Pri-
meramente se tomaron conjuntos de datos desbalanceados para luego aplicarles las técnicas de pre-
procesamiento, submuestreo y sobremuestreo el las distintas proporciones explicadas mas adelante en
esta seccion. Como resultado se obtienen 6 variantes de preprocesamiento. A la izquierda de la figu-
ra, la variante identificada como 0-100 es aquella donde se aplica solamente submuestreo de la clase
mayoritaria. A la derecha de la figura, la variante identificada como 100-0 es aquella donde se aplica
solamente sobremuestreo de la clase minoritaria. El resto de las variantes, desde 20-80 hasta 80-20, tie-
nen distintas combinaciones de muestreo. En los 6 casos los conjuntos de datos originales han quedado
balanceados, pero en cada caso el balance se obtuvo de manera diferente.
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Figura 2.4.1: Diseno del experimento para determinar cual es la mejor combinacién de submuestreo y
sobremuestreo

En el paso siguiente se entrena un algoritmo de clasificaciéon multinstancia con cada una de las 6
variantes de preprocesamiento y se evalta el clasificador resultante con un conjunto de datos desbalan-
ceado de prueba para conocer su desempeno. Este paso se repite con varios algoritmos de clasificacion
y los desempenos de los clasificadores resultantes se promedian para obtener un desempeno medio
en cada variante de preprocesamiento. El objetivo principal del experimento es determinar si existen
diferencias significativas entre los desempetios medios de los clasificadores en las distintas variantes de
preprocesamiento. También es de interés determinar si la variante 0-100, que representa el uso exclusivo
de submuestreo de la clase mayoritaria, mejora significativamente la clasificacién de los conjuntos de
datos desbalanceados.

En el experimento vamos a comparar distintas combinaciones de sobremuestreo y submuestreo.
De esta forma al preprocesar un conjunto de datos con la configuraciéon 30-70 significa que vamos a
aplicar sobremuestreo a un 30 porciento de la diferencia de clase y el 70 porciento restante va a ser
submuestreado de la clase mayoritaria. Las diferentes combinaciones utilizadas en los experimentos
son 0-100, 20-80, 40-60, 60-40, 80-20 y 100-0 aunque se pudieran escoger otros mas y se obtendrian
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resultados méas exactos y detallados, pero entonces los experimentos serian mas largos y complejos.
Dado que para distintos dominios de aplicacion podria ser diferente el resultado de la combinacién de
MISMOTE de la clase minoritaria y submuestreo de la clase mayoritaria, replicamos este experimento
para los dos dominios de aplicacién presentes en el estudio.
A continuacién se describes los conjuntos de datos, los algoritmos de clasificaciéon multinstancia,
los métodos de validaciéon y las pruebas estadisticas utilizadas para la realizaciéon de los experimentos.

2.4.1. Conjuntos de datos

Para las pruebas se utilizan un total de 27 conjuntos de datos MIL desbalanceados y que pertenecen
a tres dominios de aplicacion distintos: texto, imagen y farmacologico. seis pertenecientes al problema
de clasificacion textual WIR por sus sigles en inglés Web Index page Recommendation, veinte del
problema de clasificacion de imagenes COREL y uno llamado Thioredoxin relacionado con la actividad
farmacolégica. En la tabla 2.4.1 se muestran algunas de las caracteristicas mas representativas de los
conjuntos de datos utilizados, se observa que la taza de desvalance va desde 3,7 hasta 19,0.

’ Name \ attrs \ -inst \ +inst \ inst \ -bags \ +bags \ bags \ IR ‘
Thioredoxin 8 23270 | 3341 | 26611 | 168 25 193 | 6,7
WIR1 304 | 2867 556 3423 92 21 113 | 44
WIR2 298 | 2867 556 3423 92 21 113 | 44
WIR3 303 | 2867 556 3423 92 21 113 | 44
WIR4 303 757 2666 | 3423 24 89 113 | 3,7
WIRbS 302 757 2666 | 3423 24 89 113 | 3,7
WIR6 304 757 2666 | 3423 24 89 113 | 3,7
Corell 9 7463 484 7947 | 1900 100 2000 | 19,0
Corel2 9 7593 354 7947 | 1900 100 2000 | 19,0
Corel3 9 7637 310 7947 | 1900 100 2000 | 19,0
Corel4 9 7188 759 7947 | 1900 100 2000 | 19,0
Corel5 9 ey 200 7947 | 1900 100 2000 | 19,0
Corel6 9 7645 302 7947 | 1900 100 2000 | 19,0
Corel7 9 7501 446 7947 | 1900 100 2000 | 19,0
Corel8 9 7558 389 7947 | 1900 100 2000 | 19,0
Corel9 9 7609 338 7947 | 1900 100 2000 | 19,0
Corel10 9 7223 724 7947 | 1900 100 2000 | 19,0
Corelll 9 7567 380 7947 | 1900 100 2000 | 19,0
Corel12 9 7667 280 7947 | 1900 100 2000 | 19,0
Corell3 9 7428 519 7947 | 1900 100 2000 | 19,0
Corel14 9 7595 352 7947 | 1900 100 2000 | 19,0
Corell) 9 7454 493 7947 | 1900 100 2000 | 19,0
Corel16 9 7691 256 7947 | 1900 100 2000 | 19,0
Corell7 9 ey 230 7947 | 1900 100 2000 | 19,0
Corell8 9 7515 432 7947 | 1900 100 2000 | 19,0
Corel20 9 7582 365 7947 | 1900 100 2000 | 19,0

Cuadro 2.4.1: Conjuntos de datos utilizados para las pruebas con el método de muestreo combinado
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2.4.2. Algoritmos de clasificacion

Como se representa en la grafica 2.4.1 es necesario la utilizacion de algoritmos de clasificacion en la
realizacion de los experimentos. Estos deberan ser enfocados al aprendizaje multinstancia y cada uno
seré utilizado con cada uno de los conjuntos de datos mencionados anteriormente. Se Seleccionaron seis
algoritmos de clasificacion estandar. La seleccion fue hecha sobre la base de la diversidad en la forma
de representacion de la hipotesis de aprendizaje y el enfoque del método de aprendizaje. En la Tabla
2.4.2 se nombra cada algoritmo y los pardmetros con que fueron usados en el experimento y se indica
brevemente la justificaciéon de su seleccién. En los algoritmos SimpleMI y MIWrapper se usa C4.5
como clasificador base debido a que es un clasificador ampliamente reconocido y ha sido incluido como
uno de los 10 algoritmos mas importantes en la mineria de datos[48]. Para todos los algoritmos de la
Tabla y el clasificador base C4.5 se usan las implementaciones disponibles en el paquete de aprendizaje
automéatico WEKA . En cada algoritmo se establece la configuracion por defecto establecida en WEKA,
sino se especifica lo contrario.

Clasificador Parametros Justificacion de la seleccion
CitationKNN[44] Citadores: 3 Encarna el enfoque de aprendizaje basado
Referencias: 3 en instancias
MITI[6] Encarna el enfoque de aprendizaje basado en
arboles de decisién
MIEMDD|49| Usa el enfoque de densidad diversa

e hipotesis multinstancia estandar

SimpleMI Clasificador base: C4.5 Transforman los datos multinstancia en simple
MIWrapper instancia basado en distintas formas de
relacionar instancias con bolsas
MISVM|2] Kernel: lineal Encarna el enfoque de aprendizaje basado

en maximo margen

Cuadro 2.4.2: Clasificadores multinstancia utilizados en los experimentos con el método de muestreo
combinado

2.4.3. Validacién de la experimentacion

La evaluacion de la clasificacion se llevo a cabo mediante un esquema de validaciéon cruzada (CV,
por las siglas del término ingles cross validation) 5 CV. Lo que significa que cada conjunto de datos
fue dividido en cinco particiones distintas en las cuales se registro y promedi6 la medida de desempeno
AUC(area bajo la curva), presentada en la seccion 1.3.1. Para evaluar el desempetio de un clasificador en
un conjunto de datos se guardaron los resultados de la clasificacion (valores de la matriz de confusion)
de cada una de las cinco particiones del conjunto de datos , y se calcul6 la medida del desempeno a
partir de la matriz de confusion.

Se usaron pruebas estadisticos para probar la existencia de diferencias significativas entre los algo-
ritmos comparados. Especificamente, las pruebas no paramétricas, de acuerdo a las recomendaciones
hechas en [15, 16] , porque no existen garantias de que estén satisfechas las condiciones iniciales que
aseguran la fiabilidad de las pruebas paramétricas.
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Se usa la prueba de rankings de Friedman que verifica la hipotesis nula de que no hay diferencias
significativas entre el desempeno promedio de los clasificadores en cada una de las 6 variantes de
preprocesamiento. Los valores que se comparan en este caso son las medidas de desempeno (AUC)
resultantes del promedio de la ejecuciéon de los algoritmos de la tabla 2.4.2 en cada una de las 5
combinaciones de procesamiento de los conjuntos de datos. La prueba de Friedman asigna un ranking
a cada variante de preprocesamiento. Un ranking menor significa que la variante obtuvo un mejor
desempeno ya que fue mejor que las demés un mayor ntimero de veces.

La prueba de Friedman calcula un valor de significaciéon critica p que, al ser indeseablemente
conservador, es corregido por el método de Iman y Daveport. Si el valor p calculado por Iman y
Daveport es menor que 0.05 significa que existe diferencias significativas entre al menos dos variantes
de preprocesamiento. Para determinar en cuél de las variantes hay diferencias significativas emplea una
prueba post-hoc que permita comparar cada una de las 6 variantes contra las 5 restantes (prueba NxN).
Como comparar a A con B es igual que comparar a B con A, en total debemos verificar 6x5/2=15
comparaciones. La hipotesis nula que debe verificarse en cada comparaciéon es que el desempeno medio
de los clasificadores en las dos variantes de preprocesamiento comparadas son iguales.

La prueba post-hoc que se usa en esta tesis es la de Shaffer, pues es relativamente simple y al mismo
tiempo potente. En la prueba se calcula el valor de p que es la probabilidad de que las diferencias
observadas hayan sido producidas por azar. El valor de p se compara con el valor de significacion
critica calculado por Shaffer. Si p es menor se rechaza la hipotesis nula concluyendo que la variante de
preprocesamiento que tenga menor ranking (de Friedman) entre las comparadas es significativamente
mejor que la otra. Si p no es menor, se retiene la hipdtesis nula y solo se puede decir que la prueba no
encuentra diferencias significativas entre las variantes comparadas.

2.5. Resultados

La tabla 2.5.1 muestra los promedios de los resultados de aplicar los clasificadores a todos los con-
juntos de datos, teniendo en las filas los resultados devueltos por emplear un clasificador determinado
a todos los conjuntos de datos agrupandolos por las diferentes combinaciones de sobremuestreo y sub-
muestreo con las que estos han sido preprocesadas. Se incluy6 la columna "sin preprocesar" para que
se puedan apreciar las posibles ventajas de los métodos de preprocesamiento y también en la ultima
fila se presenta el promedio de las columnas, es decir de los valores de AUC de todos los clasificadores
que se usaron en el experimento. Las flechas hacia arriba y hacia abajo en una fila representan con
cudl variante el clasificador especificado ha alcanzado el valor méas bajo y el mas alto respectivamente,
si en una fila hay méas de una flecha de un mismo tipo significa que el valor esté repetido.
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| Clasificador | Sin preprocesar [ 0100 | 2080 [ 4060 | 6040 80-20 100-0
Citation KNN 0,82856353 0,80842449) | 0,83093179 | 0,8430819 | 0,85374496 | 0,85576781 | 0,857143291
MITI 0,59298036., 0,74292279 | 0,7558663 | 0,757412481 | 0,74520074 | 0,75115002 | 0,74599887
Simple 0,70644167, 0,75566362 | 0,76965966 | 0,79060490 | 0,79879139 | 0,79394059 | 0,802647081
MIEMDD 0,848752701 0,82038943 | 0,78085914 | 0,77875791 | 0,77282420 | 0,76023171 | 0,75846840)
MIWrapper 0,82436722) 0,87918897 | 0,87916408 | 0,87903810 | 0,88326357 | 0,884813061 | 0,88368219
MISVM 0,52307335., 0,64498522 | 0,64500630 | 0,65234549 | 0,66219930 | 0,66426990 | 0,668032081
Promedio 0,72069648.. 0,77526242 | 0,7769146 | 0,78354013 | 0,78601902% | 0,78502885 | 0,78599532

Cuadro 2.5.1: Resultados generales de las pruebas del algoritmo de muestreo combinado en la medida
de desempeno AUC

Como se puede apreciar en la tabla 2.5.1, hay resultados diferentes en dependencia de qué cla-
sificador se esté usando, aunque si se puede comprobar que los valores mas bajos prevalecen en la
columna donde no se realiza ningin tipo de preprocesamiento y los valores promedios en la ultima fila
se comportan de forma muy similar para todas las combinaciones.
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Figura 2.5.1: Gréfica con los resultados de la tabla 2.5.1

En la figura 2.5.1 se observa como se comportan la medida de desempeno AUC en los distintos
clasificadores, si aumentan o no a medida que aumenta el porciento de datos sobremuestreado. Cada
linea representa a un clasificador, estas tienen distintas alturas debido a las diferencias en los desem-
penos de los clasificadores en los conjuntos de datos estudiados, pero a la vez tienen poca variacion en
la componente vertical. La linea que representa al clasificador promedio, que esta en una altura media
entre el clasificador de mas arriba y el de més abajo es casi completamente horizontal, lo cual indica
que no existe diferencia en el comportamiento de los clasificadores en las distintas combinaciones de
muestreo.

2.5.1. Pruebas estadisticas generales

Se realizan las pruebas estadisticas descritas anteriormente, los resultados obtenidos se muestran
en el grafico 2.5.2, donde mientras més pequena es la barra, mejor es el resultado.
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Figura 2.5.2: Prueba de Friedman para los resultados generales

Los resultados de todas las combinaciones son muy parejos aunque se diferencian del caso en que
no se hace ningin procesamiento.Se observa que el submuestreo puro es mejor que no hacer ningin
preprocesamiento, lo cual se verifica porque la segunda barra es menor que la primera.

La prueba de Iman y Daveport devuelve una significacion de 1,781503 x 10~® que es menor que 0.05
por lo que se dice que al menos dos variables tienen diferencias significativas, que pueden ser entre
cada uno de las combinaciones de muestreo y la variante sin preprocesar. Entonces se pasa a
determinar cuéles son a través de la tabla 2.5.2 que presenta los resultados Post hoc.
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AUC
’ algorithms ‘ P ‘ Shaffer ‘
Sin Preprocesar vs. 80-20 0 0.002381
Sin Preprocesar vs. 100-0 0 0.003333
Sin Preprocesar vs. 60-40 | 0.000001 | 0.003333
Sin Preprocesar vs. 20-80 | 0.000002 | 0.003333
Sin Preprocesar vs. 40-60 | 0.000006 | 0.003333
Sin Preprocesar vs. 0-100 | 0.000014 | 0.003333
0-100 vs. 80-20 0.344704 0.003333
0-100 vs. 100-0 0.377822 0.003571
40-60 vs. 80-20 0.449692 0.003846
40-60 vs. 100-0 0.48835 0.004167
0-100 vs. 60-40 0.528733 0.004545
20-80 vs. 80-20 0.57075 0.005
20-80 vs. 100-0 0.614295 0.005556
40-60 vs. 60-40 0.659243 0.00625
0-100 vs. 20-80 0.705457 | 0.007143
60-40 vs. 80-20 0.752784 0.008333
60-40 vs. 100-0 0.801059 0.01
20-80 vs. 60-40 0.801059 0.0125
0-100 vs. 40-60 0.850107 | 0.016667
20-80 vs. 40-60 0.850107 0.025
80-20 vs. 100-0 0.949771 0.05

Cuadro 2.5.2: Post Hoc con la prueba de Shaffer para encontrar diferencias entre pares de combinaciones
de muestreos en los resultados con todos los conjuntos de datos

En la tabla 2.5.2 las filas que estan senaladas en negritas son las hipotesis rechazadas debido a que
el valor de p es menor que el valor critico de Holm o Shaffer. Entonces se puede concluir que existen
diferencias significativas entre no aplicar ningtn tipo de método de preprocesamiento y aplicar cualquier
combinaciéon de submuestreo y sobremuestreo, pero no existen diferencias significativas entre aplicar
cualquiera de las combinaciones. Por lo que se puede decir que aplicar cualquiera de estas combinaciones
de técnicas de muestreo mejora la calidad de la clasificacion y que no hay una combinacién mejor que
otra significativamente.

En el caso particular Sin Preprocesar vs. 0-100 se rechaza la hipotesis nula y se demuestra que el
submuestreo puro es significativamente mejor que no hacer ningin preprocesamiento.

2.5.2. Pruebas estadisticas por dominio de aplicaciéon

Ahora se pasa a probar estadisticamente los resultados como se hizo anteriormente pero para
cada dominio de aplicacion, primeramente para los conjuntos de datos pertenecientes a la clasificacion
textual WIR y luego para los Corel del dominio de clasificaciéon de imagenes.
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Conjuntos de datos WIR
’ Clasificador ‘ Sin preprocesar ‘ 0-100 20-80 40-60 60-40 ‘ 80-20 100-0
Citation KNN 0,79543967 0,58746359. 0,65436490 0,73598154 0,76483632 0,78277205 0,79384890
MITI 0,66084999] 0,68005820 0,70213192 0,7099923 0,71037410 0,724057747 0,71764362
Simple 0,62041891] 0,63123696 0,63823372 0,68411277 | 0,733829121 0,68825021 0,71361254
MIEMDD 0,75686012 0,68092220) | 0,70444072 | 0,70812178 | 0,73449776 | 0,76323860 | 0,763648091
MIWrapper 0,86375920 0,85112215 0,83511897] | 0,86257425 | 0,872994211 0,86502953 0,86857614
MISVM 0,60299674) 0,6416260 0,6362565 0,6625284 | 0,67301084 | 0,66978472 | 0,68974086%
Promedio 0,7167208 0,67873818] 0,69509111 0,72721850 0,74825706 0,74885547 0,757845021

Cuadro 2.5.3: Resultados para los conjuntos de datos WIR de las pruebas del algoritmo de muestreo
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Figura 2.5.3: Prueba de Friedman para los resultados con los conjuntos de datos WIR

En este dominio de aplicacién se observa un comportamiento distinto porque a medida que se
disminuye el submuestreo y aumenta el sobremuestreo mejora la calidad de la clasificacién. En este
caso se observa que el submuestreo puro no es mejor que no hacer ningin preprocesamiento.

La prueba de Iman y Daveport devuelve una significacion de 8,624074238497644 x 1075 < 0,05 por lo
que se dice que existen diferencias significativas, las cuales segun el grafico 2.5.3 se deben encontrar
entre aplicar solamente submuestreo y donde se aplican los mayores porcentajes de sobremuestreo. La

tabla 2.5.4 de Post hoc da la respuesta exacta de entre cudles combinaciones existen diferencias

significativas:
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AUC
algorithms ‘ P ‘ Shaffer ‘
0-100 vs. 100-0 0.000309 | 0.002381
0-100 vs. 80-20 0.000512 | 0.003333
0-100 vs. 60-40 0.003283 | 0.003333
20-80 vs. 100-0 0.003283 | 0.003333
20-80 vs. 80-20 0.005012 0.003333
20-80 vs. 60-40 0.023103 0.003333
Sin Preprocesar vs. 100-0 | 0.032509 0.003333
Sin Preprocesar vs. 80-20 | 0.045021 0.003571
0-100 vs. 40-60 0.061369 0.003846
40-60 vs. 100-0 0.082352 0.004167
40-60 vs. 80-20 0.108809 0.004545
Sin Preprocesar vs. 0-100 | 0.141579 0.005
Sin Preprocesar vs. 60-40 | 0.141579 0.005556
20-80 vs. 40-60 0.229102 0.00625
40-60 vs. 60-40 0.285049 0.007143
Sin Preprocesar vs. 20-80 | 0.422678 0.008333
0-100 vs. 20-80 0.504036 0.01
60-40 vs. 100-0 0.504036 0.0125
60-40 vs. 80-20 0.59298 0.016667
Sin Preprocesar vs. 40-60 0.6885 0.025
80-20 vs. 100-0 0.893695 0.05

Cuadro 2.5.4: Post Hoc con la prueba de Shaffer para encontrar diferencias entre pares de combinaciones
de muestreos en los resultados con los conjuntos de datos WIR

Se puede entonces plantear que en el caso particular del dominio de aplicacion WIR existen di-
ferencias entre 0-100 y 100-0, una aplica solamente submuestreo mientras que la otra sobremuestreo,
demostrando que para este dominio de aplicaciéon el sobremuestreo proporciona mas calidad en los
resultados de la clasificacion que el submuestreo aleatorio en un 100 porciento. También existen dife-
rencias significativas entre 0-100 y 80-20, entre 0-100 y 60-40, y entre 20-80 y 100-0, demostrando asi
lo mal que se comporta el submuestreo aleatorio en los conjuntos de datos WIR.

En el caso particular Sin Preprocesar vs. 0-100 no se rechaza la hipotesis nula y no se puede
demostrar que el submuestreo puro es significativamente mejor que no hacer ningtin preprocesamiento
en este dominio de aplicacion.
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Conjuntos de datos Corel
’ Clasificador ‘ Sin preprocesar ‘ 0-100 20-80 40-60 60-40 80-20 100-0 ‘
Citation KNN 0,85037540 0,8830244 0,893367 0,888528 0,891227 0,885896 0,885
MITI 0,57488158] 0,77185526 0,783342111 | 0,78369737 | 0,77023684 0,77036842 0,76768421
Simple 0,50170024 0,79808 0,81772040 0,82676974 | 0,82872434 0,83167303 0,836822371
MIEMDD 0,880817631 0,86694605 | 0,81077237 | 0,80209342 | 0,79006316 | 0,76800790 | 0,76201974]
MIWrapper 0,81387513] 0,89312105 0,893344741 0,888263 0,89094605 0,8947 0,89239276
MISVM 0,50025 0,65356579 | 0,65488158 | 0,65690790 | 0,66706579 | 0,670828951 | 0,66992105
Promedio 0,68698333] 0,811097921 0,80890386 0,8077099 0,80637718 0,80357907 0,80234002

Cuadro 2.5.5: Resultados para los conjuntos de datos Corel de las pruebas del algoritmo de muestreo
combinado
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Figura 2.5.4: Prueba de Friedman para los resultados con los conjuntos de datos Corel

En este dominio de aplicaciéon se observa un comportamiento similar al observado en el caso general
porque se muestran todas las combinaciones de sobremuestreo y submuestreo muy parejas y a la vez
con mejores resultados que si no se aplicara preprocesamiento. En este dominio de aplicacion si se
cumple que el submuestreo puro es mejor que no hacer ningtin preprocesamiento, aunque no se sabe
si es significativamente mejor.

La prueba de Iman y Daveport devuelve una significacién de 1,0219225636080678 x 10~1? < 0,05 por
lo que se dice que existen diferencias significativas. Entonces se pasa a determinar donde estan las
diferencias a través de la tabla 2.5.6 :
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AUC
’ algorithms ‘ P ‘ Shaffer ‘
Sin Preprocesar vs. 20-80 0 0.002381
Sin Preprocesar vs. 0-100 0 0.003333
Sin Preprocesar vs. 40-60 0 0.003333
Sin Preprocesar vs. 60-40 | 0.000001 | 0.003333
Sin Preprocesar vs. 80-20 | 0.000003 | 0.003333
Sin Preprocesar vs. 100-0 | 0.000004 | 0.003333
20-80 vs. 100-0 0.241567 | 0.003333
20-80 vs. 80-20 0.272254 | 0.003571
0-100 vs. 100-0 0.305507 | 0.003846
0-100 vs. 80-20 0.341349 0.004167
20-80 vs. 60-40 0.379775 0.004545
0-100 vs. 60-40 0.464214 0.005
20-80 vs. 40-60 0.510068 0.005556
0-100 vs. 40-60 0.608408 0.00625
40-60 vs. 100-0 0.608408 0.007143
40-60 vs. 80-20 0.660549 0.008333
60-40 vs. 100-0 0.769698 0.01
40-60 vs. 60-40 0.8262 0.0125
60-40 vs. 80-20 0.8262 0.016667
0-100 vs. 20-80 0.883617 0.025
80-20 vs. 100-0 0.941653 0.05

Cuadro 2.5.6: Post Hoc con la prueba de Shaffer para encontrar diferencias entre pares de combinaciones
de muestreos en los resultados con los conjuntos de datos Corel

Entonces en el caso particular del dominio de aplicacion Corel existen diferencias en la medida
AUC entre no aplicar técnicas de muestreo y aplicar cualquier combinacion. En el caso particular de
la comparacion entre no aplicar ninguna técnica de preprocesamiento y el submuestreo de la clase
mayoritaria puro (0-100) se demuestra que este tltimo es significativamente mejor.

2.6. Conclusiones parciales

A partir de los experimentos realizados anteriormente se llegan a las siguientes conclusiones:

En conjuntos de datos multinstancia afectados por el problema del desbalance de clases el submues-
treo de la clase mayoritaria es un método que puede ser util para mejorar la calidad de la clasificacién en
algunos dominios de aplicacién. Particularmente, en nuestros experimentos, el método de submuestreo
mejord la clasificacion en la aplicacion Corel perteneciente al dominio del reconocimiento de imagenes.
Sin embargo, en la aplicacion WIR, del dominio de clasificacion textual no mejoré la calidad de la clasi-
ficacion, lo cual sugiere que la eficacia de este método puede estar condicionada por las caracteristicas
del problema.

De forma general no se aprecian diferencias significativas en la calidad de la clasificaciéon obtenida
tras aplicar distintas combinaciones de sobremuestreo y submuestreo. Esto significa que no encontramos
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una diferencia importante entre aplicar, por ejemplo, un 40 % de sobre submuestreo con un 60 % de
sobremuestreo y lo contrario, un 60 % de submuestreo con un 40 % de sobremuestreo. Aunque debemos
notar que encontramos algunas diferencias en funciéon del dominio de aplicacién. Particularmente, se
vi6 que en la aplicacion WIR el submuestreo de la clase mayoritaria no favorece la calidad de la
clasificacién y a medida que se disminuye el submuestreo y se aumenta el sobremuestreo de la clase
mayoritaria se obtienen mejores desempenos de la clasificaciéon. Esto no sucede asi en la aplicacion
Corel para la cual ambas técnicas (sobremuestreo y submuestreo) en cualquiera de sus combinaciones
tienen aproximadamente igual desempeno, mejorando en todos los casos en una proporciéon semejante
la calidad de la clasificacién cuando no se realiza ningan tipo de procesamiento para enfrentar el
problema de clases desbalanceadas.



Capitulo 3

Modificaciéon del Algoritmo
MISMOTE

Aplicar técnicas de muestreo en la clasificacion multinstancia ha dado buenos resultados, al igual que
en la clasificacion tradicional. MISMOTE es un algoritmo de preprocesamiento que sobremuestrea la
clase minoritaria hasta igualar el tamano de ambas clases. En este capitulo se le hace una modificacion
al método de sobremuestreo MISMOTE para intentar mejorarlo. Primeramente se explica en que
consiste la modificacién y los cambios realizados en el algoritmo para implementarla y luego se le
realizan pruebas, primero con conjuntos de datos artificiales y después con datos reales, para comprobar
la eficacia del algoritmo modificado.

3.1. ;Coémo mejorar MISMOTE?

El algoritmo de preprocesamiento de datos MISMOTE tiene como objetivo principal crear nuevos
ejemplos interpolando pares de los ejemplos dados inicialmente hasta llegar a equilibrar el tamano de
las clases. Es por esto que si se quiere mejorar deben introducirse modificaciones en la forma que tiene
de realizar su trabajo principal, la interpolaciéon de bolsas.

En algunos conjuntos de datos el muestreo aleatorio con distribucion uniforme de MISMOTE, puede
provocar una falta de representatividad de las instancias positivas y por tanto podrian generarse bolsas
negativas en la clase minoritaria. Este podria ser el caso de los conjuntos de datos donde subyace la
hipotesis estandar porque como en este tipo de hipotesis basta unas pocas instancias positivas (tal
vez solo una) para que la bolsa sea positiva es muy probable que cuando MISMOTE seleccione una
instancia con probabilidad uniforme no escoja la instancia positiva y aunque el muestreo se aplica
varias veces (tantas como instancias tenga la bolsa generada) podrian finalmente quedar excluidas de
la nueva bolsa las instancias positivas.

Surge entonces la interrogante de qué pasaria si en lugar de muestrear con distribucion uniforme,
MISMOTE muestrea con distribucién proporcional a la probabilidad de cada instancia de ser positiva.
Se espera entonces que la bolsa generada tenga més probabilidad de pertenecer a la clase minoritaria
(positiva),y asi entonces se mejoraria la calidad de la clasificacion en conjuntos de datos donde subyace
la hipotesis estandar.

38
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3.2. Probabilidad de una instancia de ser positiva

Para encontrar las instancias adecuadas para el proceso de interpolacién de dos bolsas hay que
tener en cuenta un conjunto de requisitos que estas deben cumplir si es que son positivas, como que
no pueden estar presentes en ninguna de las bolsas negativas y si en las positivas. La interseccion de
las bolsas positivas menos la unién de las bolsas negativas da como resultado instancias de las bolsas
positivas que no estan en las bolsas negativas, esto es lo esencial que se debe conocer cuando se desea
conocer la probabilidad de una instancia de ser positiva.

3.2.1. Densidad Diversa

Sean D= {Bf, cee B;‘, By, B;} el conjunto de bolsas de entrenamiento con p bolsas positivas
y n negativas, la probabilidad de que una instancia z sea el punto ¢ de maxima densidad diversa es

Pr(z=tBf, - ,Bf By, ,By)

Usando la regla de Bayes y asumiendo que las bolsas son condicionalmente independientes esto es
equivalente a

n m
I (Prz =B") ] (Pr(z=tB;)) (3.2.1)
i=1 i=1

Esta es una definicion general de densidad diversa, pero es necesario definir los términos del producto
para instanciarla. En jjjj se proponen dos modelos para el calculo de la densidad diversa, el modelo
Noisy-Or y el modelo Most Likely Cause. En esta tesis se propone otro modelo basado en Most Likely
Cause empleando operadores OWA. A continuacion se definen los tres modelos usados para el calculo
de la densidad diversa. En la notacion se usa D = {Bj,---, By} cuando no se tiene en cuenta la
etiqueta de la bolsa, donde k = n + p, y; es la etiqueta de clase de la bolsa B; que toma los valores
de 1 o -1 en dependencia de si la instancia en cuestién pertenece a una bolsa positiva o negativa
respectivamente, B;; representa la instancia j-ésima de la bolsa i-ésima y P(B;;|x+) la probabilidad
de que Bjj'-sea positiva si x lo es.

Modelo Noisy-Or

Este modelo asume que el evento solo puede ocurrir si al menos una de las causantes ocurre.
También asume que la probabilidad de que cualquier causa que no ocasione el evento es independiente
de cualquier otra causa. Por tanto el modelo Noisy-Or se define mediante las ecuaciones (3.2.2) y
(3.2.3):

1- 110 - P(Bf[2*))

Pr(z =t|B}f) = — 2= ~ (3.2.2)

1- [1(1— (1= P(BEah))

j=1

Pr(z =t|B]) = (3.2.3)

Z

Donde Z es una constante de normalizacion. Tomando Z = 1 y sustituyendo (3.2.2) y (3.2.3) en
(3.2.1) se obtiene la probabilidad P(x"|D) de que x sea positiva dado un conjunto de entrenamiento
D en la ecuacion (3.2.4):
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k B;
1 + Tty [
PD) =[] vi [[ 0= P(Bflz") (3.2.4)
i=1 j=1
Modelo Most Likely Cause

En este modelo la probabilidad Pr(z = t|B;) se estima buscando solamente la instancia de la bolsa
que es més cercena al punto objetivo ¢ de forma que requiere menos asunciones de independencia. El
modelo Most Likely Cause se define mediante las ecuaciones (3.2.5) y (3.2.6):

max P’I“(B;;‘IJr)

Pr(z =t|Bf) = % (3.2.5)
1 —méx(1 — Pr(B;ﬂx )
Pr(z =t|B;) = ! ~ (3.2.6)

Tomando Z =1 y sustituyendo (3.2.5) y (3.2.6) en (3.2.1) se obtiene la ecuacion (3.2.7):

k

1+y B

P(z*|D) :H [ 5~ vimdz (P(B£|x+) (3.2.7)
i=1

Modelo Most Likely Cause con operador OWA

El modelo Most Likely Cause utiliza el operador maximo que puede ser afectado por valores extre-
mos. Por tanto en esta tesis proponemos el modelo Most Likely Cause con operador OWA.

Los operadores OWA modelan un proceso de agregacion en el cual una secuencia A de n valores
escalares son ordenados decrecientemente y pesados segiin el valor correspondiente a sus posiciones en
el vector de peso W = {w;}, donde w; € [0,1] y >_"" w; = 1.El operador OWA sobre una coleccién A
utilizando un vector de pesos W se define como

OWAW (A) = Z w;a;

donde w; y a; son los elementos ¢ — ésimo del vector de peso y la colecciéon respectivamente.

Una de las ventajas del uso de los operadores OWA es su flexibilidad dado que permite modelar
disimiles estrategias de agregaciones. Por ejemplo los operadores méximo, minimo y promedio pueden
ser modelados a través de los operadores OWA utilizando los vectores de pesos Winaz, Winin ¥ Wavg
respectivamente. Estos vectores de peso se definen de la siguiente manera

Winaz = {w;}, dondew; = 1,w; = 0,1 # 1
Winin = {w;}, donde w,, = 1,w; = 0,i #n

Wavg = {w;}, dondew; =
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Definiendo un vector de peso W cuyos valores decrezcan monoétona y suavemente obtenemos un
operador méaximo donde el efecto de los valores extremos es suavizado.
El modelo Most Likely Cause con operador OWA se define mediante las ecuaciones (3.2.8) y (3.2.9):

OW Ay PT‘(B;]_-|JS+)
—_——

Pr(z =t|B}) = 7 J (3.2.8)

1—OWAw (1 - Pr(Bj|z"))

Pr(z=tB;) = ~ J (3.2.9)

Tomando Z = 1 y sustituyendo (3.2.8) y (3.2.9) en (3.2.1) se obtiene la ecuacién (3.2.7):

En este modelo también se escoge como en el caso anterior la probabilidad mayor P(B;; |2 1)), pero
para ello se usan operadores OWA.

k

1+y;
P(*|D) =] 2” — y;OW Ay (P(Bf |z ™)) (3.2.10)

je[l,...,‘BiH

El vector de peso W usado con el operador OWA es un vector lineal definido por la ecuacion 3.2.11,
donde p es el namero de instancias de la bolsa B;.

/2 2p-1) 4 2
Wil = <p+ Uplp+1)""""plp+1) plp+ 1)> (321D

En esta investigacion se usa la ecuacion (3.2.12)

P(Bf|z") = 7 [Peos( Bl (3.2.12)

para calcular la probabilidad que tiene una instancia B;; de ser positiva dada una instancia x™que se
asume positiva, donde Dcos la distancia coseno entre dos instancias. Esta formula toma en cuenta la
distancia que existe entre las dos instancias de forma que mientras méas lejanas estén menor sera la
probabilidad.

3.2.2. Seleccién de una instancia teniendo en cuenta su probabilidad de ser
positiva

Para esto se desarrollé un método que escoge aleatoriamente dentro del rango de los pesos(probabilidad)
v luego devuelve el objeto al que pertenece ese peso.A continuaciéon se explica mejor con un ejemplo:

1) Suponiendo que se tiene un conjunto de X con un peso de 4, un conjunto Y con peso 2 y un
conjuntoZ con peso 14 . No es necesario que todos los promedios sumen 100, estos valores de peso
pueden ser cualquier nimero tanto grande como pequeiio.

XXXXVVZLLLLLLL LT L7 Y,
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2) Ahora se escoge un ntimero aleatorio entre 1 y la suma de todos los peso que en este caso es 20

3) por ejemplo si el nimero es 9, se busca a que letra pertenece ese peso en la sucesion anterior, en
la posicion 9 esta una Z, este es el objeto escogido finalmente, si es 5 entonces se escoge una Y.

Como se puede apreciar en el ejemplo hay mas probabilidad de que se escoja una Z que una Y
debido a que el peso que tiene la misma es mayor que el de Y.

En el la nueva version del algoritmo MISMOTE se utiliza esta técnica para dado un vector de
pesos, correspondientes a las probabilidades de cada una de las instancias de la bolsa de ser positivas,
escoger aleatoriamente una instancia teniendo en cuenta su probabilidad correspondiente.

3.3. Nueva version de MISMOTE

A continuacién se muestran los algoritmos utilizados para la modificacion del MISMOTE. El al-
goritmo 2 no se modifica ya que los cambios se van a realizar en el proceso de la generaciéon de una
bolsa, proceso realizado en el algoritmo 5 .

Las modificaciones son anadidas en las lineas 9 y 10 para que en lugar de seleccionar instancias
aleatoriamente, se seleccionen teniendo en cuenta la probabilidad de ser positivas, para lo cual pri-
meramente se calculan las probabilidades de todas las instancias de una bolsa de ser positivas con
el método Probabilidad en las lineas 7 y 8, que devuelve un arreglo con las probabilidades de cada
instancia de la bolsa de ser positiva utilizando el enfoque de Densidad Diversa. Luego con el método
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descrito en la seccion (3.2.2) se seleccionan las instancias teniendo en cuenta su probabilidad.

Input:
bolsa X de partida para la generaciéon de una nueva bolsa
conjunto NN de los k vecinos més cercanos de X
Output:
bolsa sintética Z

NumAttrs < namero de atributos

minClass < valor de la clase positiva o minimal
Z < () inicializar una nueva bolsa sintética

4 Y < escoger aleatoriamente una bolsa de NN

w N =

5 Size < calcular el tamano promedio de las bolsas en NV

6 for r < 1 to Size do

7 probX < Probabilidad(X,minClass) arreglo con las probabilidades de ser positivas cada una
de las instancias de X

8 probY <+ Probabilidad(Y,minClass) arreglo con las probabilidades de ser positivas cada una
de las instancias de Y

9 x < Seleccion aleatoria con probabilidad(probX)

10 y < Seleccion aleatoria con probabilidad(probY)

11 z < inicializar instancia sintética

12 for a < 1 to NumAttrs do

13 x, < valor del atributo a-ésimo de

14 Yq < valor del atributo a-ésimo de y

15 A < numero aleatorio entre 0 y 1

16 Za ¢ T+ A (Yo — T4)

17 agregar z a Z

18 return Z
Algorithm 5: MISMOTE: Generacion de la bolsa sintética

3.4. Experimentos

Los experimentos a realizar tendran como objetivo demostrar cual de las variantes de modificacion
de MISMOTE con los distintos modelos es la mejor y si alguna supera al MISMOTE original. Los
experimentos se organizaron en un conjunto de pasos que se muestran en la figura (3.4.1). Primeramente
se tomaron varios conjuntos de datos desbalanceados para luego aplicarles las cuatro variantes de
MISMOTE, la variante original y las otras tres propuestas en esta tesis en la secciéon (3.2.1). Como
resultado se obtienen cuatro variantes de preprocesamiento. En el paso siguiente se entrena un algoritmo
de clasificaciéon multinstancia con cada una de las cuatro variantes de preprocesamiento y se evalia
el clasificador con un conjunto de datos desbalanceado de prueba para conocer su desempeno. Este
paso se repite con varios algoritmos de clasificaciéon y los desempenos de los clasificadores resultantes
se promedian para obtener un desempeno medio en cada variante de preprocesamiento. En la seccién
(3.4.2)se describen los algoritmos de clasificacion empleados en la experimentacion. El objetivo principal
del experimento es determinar si existen diferencias significativas entre los desempenios medios de los
clasificadores en las distintas variantes de preprocesamiento.

Para verificar las hipotesis planteadas se ejecuté primeramente el experimento en datos generados
artificialmente que modelan la hipotesis estandar, luego se replico el experimento con datos reales para
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contrastar los resultados. En la seccion (3.4.1) se describen los datos usados en la experimentacion y
la forma en que fueron generados los datos artificiales.

El experimento siguié un método riguroso de validacion y se aplicaron pruebas estadisticas, tal
como se describe en la seccién .

Finalmente los resultados son presentados y discutidos en la secciénes (3.5) y (3.6).

e ! Datos
.~ AEoritmo de i Desbalanceados
i : clasificacion estandar | / \\
: .. MISMOTE Most MISMOTE Most
i MISMOTE Orlglna|| | MISMOTE Noisy-Or Likely Cause le.ely Cause(OWA)
Clasificador Clasificador 7 Clasificador " Clasificador
entrenado con entrenado con entrenado con entrenado con
MISMOTE MISMOTE Noisy- MISMOTE Most MISMOTE Most
\ original \ Or . Likely Cause ‘Likely Cause(OWA)/
\ J

>

¢ Existen diferencias significativas en los desempefios?

Figura 3.4.1: Diseno del experimento para determinar cuél es la mejor variante de MISMOTE

3.4.1. Conjuntos de Datos

Como se dijo anteriormente realizamos experimentos con datos generados artificialmente y con
datos reales. Los datos reales fueron los mismos empleados en el capitulo 2 que se muestran en la tabla
(2.4.1), a excepcién del thioredoxin que no se pudo usar por su excesivo tiempo de computo. Los datos
generados artificialmente se describen a continuacion.

Es dificil garantizar que un conjunto de datos determinado cumple con rigor una hipétesis multins-
tancia. Como nos interesa conocer el comportamiento de los métodos que proponemos para mejorar
la calidad de la clasificaciéon en conjuntos de datos desbalanceados que cumplen efectivamente con la
hipo6tesis multinstancia estandar fue necesario crear conjuntos de datos artificiales que garantizaran
este requisito.

Es util recordar que la hipotesis multinstancia estandar plantea que una bolsa es positiva si contiene
al menos una instancia positiva y que una bolsa es negativa si todas sus instancias son negativas.
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Para generar conjuntos de datos que satisfagan la hipotesis estandar, debemos tener la capacidad de
generar instancias positivas a voluntad para poder insertarlas en bolsas positivas, asi mismo debemos
poder generar instancias negativas para insertarlas en las bolsas negativas que generemos. Para ello
creamos un concepto de instancia positiva y otro concepto de instancia negativa. Cada concepto esta
descrito por una distribucion de probabilidades Gausiana con media py desviaciéon tipica o por cada
dimension del espacio de atributos. Para generar una instancia positiva se generan valores aleatorios
para cada atributo siguiendo la distribuciéon de probabilidades del concepto positivo. De igual manera
para generar una instancia negativa se generan valores aleatorios para cada atributo siguiendo la
distribucién de probabilidades del concepto negativo. Cada bolsa negativa se generd con 10 instancias
negativas mientras que cada bolsa positiva se generé con un ntmero aleatorio entre 1 y 3 instancias
positivas y el resto de instancias negativas hasta completar las 10 instancias por bolsa. El numero de
atributos por instancia fue entre 4 y 8.

Fueron generados conjuntos de datos artificiales con cuatro niveles de desbalance. Cada conjunto
de datos esta formado por 1000 bolsas. La distribuciéon entre bolsas negativas y positivas se muestra
en la tabla (3.4.1). El desbalance de las clases va desde un nivel pequefio de 3 hasta un desbalance
muy alto de 99. Para cada nivel de desbalance se generaron 10 conjuntos de datos de entrenamiento y
10 de prueba.

| Nivel de desbalance | Cantidad de bolsas positivas | Cantidad de bolsas negativas | IR |

bajo 250 750 3,0
medio 100 900 9,0
alto 50 950 19,0
muy alto 10 990 99,0

Cuadro 3.4.1: Cantidad de bolsas de cada clase segin el IR

3.4.2. Algoritmos de clasificacion

En la Tabla 3.4.2 presentan los algoritmos usados en la experimentacion, asi como los parametros
con que fueron usados en el experimento. Se indica brevemente la justificacion de su seleccion. En el
algoritmo SimpleMI se usa C4.5 como clasificador base debido a que es un clasificador ampliamente
reconocido y uno de los 10 algoritmos mas importantes en la mineria de datos.

Clasificador Parametros Justificacion de la seleccion
CitationKNN[44]  Citadores: 3 Encarna el enfoque de aprendizaje basado
Referencias: 3 en instancias
MITI[6] Encarna el enfoque de aprendizaje basado en
arboles de decision
SimpleMI Clasificador base: C4.5 Convierte los datos multinstancia el monoinstancia

para aplicar un clasificador base

Cuadro 3.4.2: Clasificadores multinstancia utilizados en las pruebas con las distintas variantes de
MISMOTE
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3.4.3. Meétodo de validaciéon y medidas de desempeno

La evaluacién de la clasificacion se llevo a cabo mediante un esquema de validaciéon cruzada 5 CV
en los conjuntos de datos reales. En los artificiales se us6 hold out con 10 repeticiones. La medida de
desempefio utilizada fue AUC, presentada en la Seccion 1.3.1.

Se us6 la prueba de rankings de Friedman para verificar la hipotesis nula de que no hay diferencias
significativas entre el desempeno promedio de los clasificadores en cada una de las 6 variantes de
MISMOTE. para determinar en cual de las variantes hay diferencias significativas se usdé como post
hoc la prueba de Shaffer. El procedimiento es similar al aplicado en el capitulo 2 y las descripciones
de los métodos se encuentran en la seccion (2.4.3).

3.5. Resultados con datos artificiales

A continuacion se presentan los resultados de los experimentos con los conjuntos de datos artificiales
diferenciando cada uno de los desniveles de clase, desde el nivel més bajo hasta el méas alto. Las pruebas
estaran enfocadas en demostrar cudl de las variantes de MISMOTE es la mas adecuada para aplicar a
datos desbalanceados.

Desbalance bajo (IR=3)

La tabla 3.5.1 muestra los valores promedios de la medida de desempeno AUC para los diez con-
juntos de datos.

| Datos | MISMOTE_ORIGINAL | MISMOTE_Noisi-Or | MISMOTE_Most Likely Cause | MISMOTE OWA |

DAl 0,764496. 0,792152889 0,8026693331 0,791923556
DA2 0,8216164 0,863810667 0,8642881 0,8642887%

DA3 0,801577778] 0,8295493331 0,8295493331 0,8295493337
DA4 0,796472] 0,824430222 0,8300426671 0,824557333
DAS 0,774924444] 0,811609778 0,8218035561 0,797326222
DAG 0,796804444] 0,851285333 0,8677528891 0,837856

DA7 0,778662222 0,756972445] 0,7920337781 0,770901333
DAS 0,807652444] 0,833659556 0,8456773331 0,820452444
DA9 0,808153778] 0,840809778] 0,840825778] 0,8412951117
DA10 0,8090595567 0,803376889 0,803328 0,796103111]

Cuadro 3.5.1: Resultados de AUC promedio para los conjuntos de datos artificiales con IR=3

Como se puede apreciar la mayoria de los resultados més bajos se encuentran en la primera columna
perteneciente al MISMOTE original. La figura 3.5.1 muestra los ranking al aplicar la prueba de Fried-
man. Se observa que la variante Most Likely Cause obtiene el mejor desempeno y que el MISMOTE
original es superado por todas las variantes propuestas.
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Figura 3.5.1: Prueba de Friedman para los resultados con los conjuntos de datos con IR=3

La prueba de Iman y Daveport devuelve una significacién de 3,908149762033951 x 10~ < 0,05, lo que
indica que existen diferencias significativas entre al menos dos de las variantes comparadas. Entonces
se pasa a determinar donde estén las diferencias a través de la tabla 3.5.2 con los resultados post hoc.

AUC
] algorithms \ P \ Shaffer ‘
MISMOTE-ORIGINAL vs. MISMOTE-Most Likely Cause | 0.000101 0.005
MISMOTE-ORIGINAL vs. MISMOTE-Noisi-Or 0.023652 | 0.008333
MISMOTE-ORIGINAL vs. MISMOTE OWA 0.040305 | 0.008333
MISMOTE-Most Likely Cause vs. MISMOTE OWA 0.065992 | 0.008333
MISMOTE-Noisi-Or vs. MISMOTE-Most Likely Cause 0.103876 0.01
MISMOTE-Noisi-Or vs. MISMOTE OWA 0.832004 0.05

Cuadro 3.5.2: Post hoc con prueba de Shaffer para encontrar diferencias entre pares de variantes de
MISMOTE en conjuntos de datos con IR=3

La prueba de Shaffer revela que existen diferencias significativas entre aplicar el MISMOTE-Most
Likely Cause y aplicar el MISMOTE original, y del ranking de Friedman en la figura 3.5.1 se deduce que
la variante de MISMOTE que implementa el modelo Most-Likely-Cause es significativamente mejor
que el algoritmo original.

Desbalance medio (IR=9)

La tabla 3.5.3 muestra los valores promedios de la medida de desempeno AUC para los diez con-
juntos de datos.
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’ Datos

| MISMOTE_ORIGINAL | MISMOTE_Noisi-Or | MISMOTE_Most Likely Cause | MISMOTE OWA |

DA1 0,777218519, 0,8038425931 0,8201925931 0,8038425931
DA2 0,821868518, 0,8625907411 0,8625907411 0,8625907411
DA3 0,787837037. 0,838557 0,838551 0,838557

DA4 0,777214815] 0,809535185 0,8138055557 0,809535185
DA5 0,812646296.. 0,824483333 0,8462222221 0,828177778
DAG6 0,787457408, 0,857614815 0,8598425931 0,856633333
DA7 0,79427963 0,758611111 0,8128148157 0,75092963..
DAS8 0,810383333.. 0,862509259 0,84822037 0,8678740741
DA9 0,784787037, 0,824174074% 0,8241740741 0,824174074%
DA10 0,8120611111 0,779957407 0,797688889 0,773018519]

Cuadro 3.5.3: Resultados de AUC promedio para los conjuntos de datos artificiales con IR=9

Observando estos resultados es también apreciable que los valores mas bajos se encuentran fun-
damentalmente en la primera columna. Al aplicarles la prueba de Friedman se obtienen los ranking
representados en la figura 3.5.2. Igualmente se observa que la variante Most Likely Cause obtiene el

mejor desempeno y que el MISMOTE original es superado por todas las variantes propuestas.
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Figura 3.5.2: Prueba de Friedman para los resultados con los conjuntos de datos con IR=9

La prueba de Iman y Daveport devuelve una significacion de 9,830217094917674 x 10~* < 0,05 por lo

que se dice que existen diferencias significativas y se pasa entonces a determinar donde estan las
diferencias a través de la tabla de Post hoc 3.5.4:
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AUC
’ algorithms D ‘ Shaffer
MISMOTE-ORIGINAL vs. MISMOTE-Most Likely Cause | 0.001143 | 0.008333
MISMOTE-ORIGINAL vs. MISMOTE-Noisi-Or 0.047715 | 0.008333
MISMOTE-ORIGINAL vs. MISMOTE OWA 0.065992 0.01
MISMOTE-Most Likely Cause vs. MISMOTE OWA 0.157299 0.0125
MISMOTE-Noisi-Or vs. MISMOTE-Most Likely Cause 0.203092 0.016667
MISMOTE-Noisi-Or vs. MISMOTE OWA 0.887537 0.025

Cuadro 3.5.4: Post hoc con prueba de Shaffer para encontrar diferencias entre pares de variantes de
MISMOTE en conjuntos de datos con IR=9

En el caso de datos con una tasa de desbalance IR=9, igualmente como en los de IR=3, existen
diferencias en la medida AUC entre aplicar el MISMOTE-Most Likely Cause y aplicar el MISMOTE
original, por lo que la variante de MISMOTE que implementa el modelo Most-Likely-Cause mejora la
calidad de la clasificacion mas que el algoritmo original.

Desbalance alto (IR=19)

La tabla 3.5.5 muestra los valores promedios de la medida de desempeno AUC para los diez con-
juntos de datos.

| Datos | MISMOTE_ORIGINAL | MISMOTE_Noisi-Or | MISMOTE_Most Likely Cause | MISMOTE OWA |

DA1 0,752305263 0,7879859657 0,7482385961 0,7879859657
DA2 0,817445614 0,8914736847 0,890459649 0,8914736841
DA3 0,813670175) 0,8555754387 0,8555754381 0,8555754387
DA4 0,746270176} 0,755736842 0,7562385971 0,755736842
DA5 0,794319298 0,783603509, 0,7982491231 0,785905263
DAG 0,805807017 0,837519298 0,0096315791 0,837519298
DA7 0,798214035 0,769252632 0,804 0,73871579.
DAS 0,785652632] 0,849782456 0,8546701751 0,850119298
DA9 0,812757895) 0,846336842 0,846336842 0,8471508771
DA10 0,804736842 0,80625614 0,8354105261 0,793315789,

Cuadro 3.5.5: Resultados de AUC promedio para los conjuntos de datos artificiales con IR=19

Aqui nuevamente los resultados mas bajos se encuentran en el método MISMOTE original. Al
aplicarles la prueba de Friedman se obtienen los rankings representados en la figura 3.5.3 . Igualmente
se observa que la variante Most Likely Cause obtiene el mejor desempeno y que el MISMOTE original
es superado por todas las variantes propuestas.
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Figura 3.5.3: Prueba de Friedman para los resultados con los conjuntos de datos con IR=19

La prueba de Iman y Daveport devuelve una significacion de 0,01445898574866181 < 0,05 por lo que
se dice que existen diferencias significativas. A continuacién se pasa a determinar donde estén las
diferencias a través de la tabla 3.5.6de post hoc.

AUC
’ algorithms \ D \ Shaffer ‘
MISMOTE-ORIGINAL vs. MISMOTE-Most Likely Cause | 0.001463 0.005
MISMOTE-ORIGINAL vs. MISMOTE OWA 0.033895 | 0.008333
MISMOTE-ORIGINAL vs. MISMOTE-Noisi-Or 0.040305 | 0.008333
MISMOTE-Noisi-Or vs. MISMOTE-Most Likely Cause 0.257899 0.01
MISMOTE-Most Likely Cause vs. MISMOTE OWA 0.288844 0.0125
MISMOTE-Noisi-Or vs. MISMOTE OWA 0.943628 0.05

Cuadro 3.5.6: Post hoc con prueba de Shaffer para encontrar diferencias entre pares de variantes de
MISMOTE en conjuntos de datos con IR=19

En el caso de datos con una tasa de desbalance IR=19 también existen diferencias entre apli-
car el MISMOTE-Most Likely Cause y aplicar el MISMOTE original. En este nivel de desbalance el
MISMOTE-Most Likely Cause prueba ser mejor que el MISMOTE original para los datos del experi-
mento.

Desbalance muy alto(IR=99)

La tabla 3.5.7 muestra los valores promedios de la medida de desempeno AUC para los diez con-
juntos de datos.
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’ Datos

| MISMOTE_ORIGINAL | MISMOTE_Noisi-Or | MISMOTE_Most Likely Cause |

MISMOTE OWA |

DA1 0,7555555567 0,752457912 0,731363636. 0,752457912
DA2 0,816397306, 0,8624074071 0,8624074071 0,8624074071
DA3 0,756498317) 0,8145286191 0,8145286197 0,8145286191
DA4 0,787828283) 0,8022727271 0,8022727271 0,8022727271
DA5 0,87003367 0,8811447811 0,810774411) 0,872356902
DAG6 0,7861447811 0,756986532] 0,777441077 0,756986532]
DA7 0,764511785% 0,737087542 0,732929293 0,643198653..
DAS8 0,845521886) 0,9105050511 0,9105050511 0,906144781
DA9 0,799427609) 0,9006734011 0,9006734011 0,9006734011
DA10 0,814696971 0,766700337 0,762525253 0,723249158,

Cuadro 3.5.7: Resultados de AUC promedios para los conjuntos de datos artificiales con TR=99

51

Ya con este desbalance los resultados mas bajos aunque estdn también en gran medida en la

primera columna |,

va solo son 5 de los 10, quedando los restantes distribuidos fundamentalmente

en la columna perteneciente al MISMOTE que implementa el modelo Most Likely Cause(OWA ).Al
aplicarles la prueba de Friedman se obtienen los resultados expuestos en la figura 3.5.4 . En este nivel
de desbalance se observa que los mejores resultados estan en la variente de MISMOTE que implementa
el modelo Noisy-Or, mientras que la diferencia entre MISMOTE original y las variantes propuestas se

ha reducido.
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Figura 3.5.4: Prueba de Friedman para los resultados con los conjuntos de datos con IR=99

La prueba de Iman y Daveport devuelve una significacion de 0,24244803933134454 > 0,05 por lo que

no existen diferencias significativas en aplicar cualquier variante de MISMOTE .
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A continuacion se realiza el experimento anterior sobre datos reales. En este caso solo se obtuvieron
los resultados con el algoritmo de clasificacion MITI, los cuales se presentan en la tabla 3.6.1.

| DATOS | MISMOTE(Original) | MISMOTE(Noisy-Or) | MISMOTE(Most likely cause) | MISMOTE(OWA most likely cause) |
WIRSEL1 0,776315789 0,669064327] 0,727192982 0,8046783631
WIRSEL2 0,769298246 0,7221052631 0,649298246 0,8309941521
WIRSEL3 0,8070760231 0,734824561] 0,781520468 0,806315789
WIRSEL4 0,687679739 0,7271241831 0,671797386 0,647679739]
WIRSELS 0,63777TT7T8 0,612222222| 0,6977TTTT8T 0,688888889
WIRSELG6 0,62245098] 0,630457516 0,6782352941 0,642124183
Corell 0,7789473681 0,740526316 0,732368421] 0,764736842
Corel2 0,696342105 0,7126315791 0,705 0,686052632]
Corel3 0,6894736841 0,592368421 0,573421053] 0,574210526
Coreld 0,8805263167 0.780263158] 0,783157895 0,781842105
Corelb 0,937894737 0,9852631581 0,924736842] 0,9852631581
Corel6 0,692105263 0,653684211 0,7307894741 0,635263158]
Corel7 0,8994736841 0,843421053] 0,844210526 0,862631579
Corel8 0,892368421 0,909736842 0,9152631581 0,9152631581
Corel9 0,673157895 0,691 0,661578947 0,633684211]
Corell0 0,82 0,804473684, 0,832631579 0,8342105261
Corelll 0,74078947471 0,686842105] 0,688684211 0,705263158
Corell2 0,625263158] 0,6357 0,632105263 0,626578947
Corell3 0,786052632 0,799210526 0,8160526321 0,773684211]
Corell4 0,8151 0,787105263 0,802631579 0,772894737]
Corellbs 0,8168421057 0,752894737 0,738421053] 0,782368421
Corell6 0,7094736841 0,614473684] 0,691315789 0,638947368
Corell7 0,709210526 0,790526316 0,692631579] 0,7973684211
Corell8 0,8181578951 0,735263158] 0,735526316 0,777368421
Corell9 0,7786842111 0,710526316 0,734210526 0,705526316
Corel20 0,5981578951 0,556842105 0,560263158 0,55]

Cuadro 3.6.1: Resultados de AUC con el clasificador MITT en los conjuntos de datos reales para las

cuatro variantes de MISMOTE.

Al aplicar el test de Friedman para comparar los resultados anteriores los resultados devueltos son
los reflejados en la figura 3.6.1. La figura revela un resultado completamente distinto a los obtenidos
en los conjuntos de datos artificiales. Aqui el MISMOTE original es el que obtiene mejores resultados

y las tres variantes propuestas quedan rezagadas con un desempeno similar.
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Figura 3.6.1: Prueba de Friedman para los resultados con los conjuntos de datos reales

La prueba de Iman y Daveport devuelve una significacién de 0,10335759868657339 > 0,05 . Por tanto
se rechaza la hipotesis nula, lo que indica que no existen diferencias significativas entre las cuatro
variantes.

Este resultado contradictorio entre los datos reales y los datos generados artificialmente nos conduce
a pensar que posiblemente los datos reales no se ajustan adecuadamente a la hipotesis estandar.

3.7. Conclusiones parciales

En conjuntos de datos que modelan la hipétesis estandar las variantes de MISMOTE que usan
muestreo dirigido tienen mejor desempeno que la variante original de MISMOTE que usa muestreo
aleatorio, lo cual sugiere la veracidad de la hipotesis propuesta: seleccionar instancias con mas proba-
bilidades de ser positivas en el proceso de interpolaciéon de MISMOTE incrementa la probabilidad de
obtener bolsas positivas. Otro resultado observado en los conjuntos de datos que modelan la hipotesis
estandar es que a medida que aumenta el nivel de desbalance de clases disminuyen las diferencias en
el desempeno de las distintas variantes de MISMOTE. Para menores niveles de desbalance los mejores
resultados son obtenidos por el modelo Most Likely Cause. A medida que aumenta el desbalance el
modelo Most Likely Cause disminuye su efectividad y aumenta el desempeno del modelo Noisy-Or.

Los resultados observados en los datos reales son distintos a los observados en los datos artificiales
que modelan la hipotesis estandar. El MISMOTE original obtiene mejores resultados que los modelos
que usan muestreo dirigido, lo cual probablemente esté relacionado con el hecho de que los datos reales
no necesariamente se ajustan a la hipotesis estdndar. El ajuste de la hipotesis estdndar a un conjunto
de datos real es si acaso muy dificil de probar y esta fuera del alcance de esta tesis.



Conclusiones

Concretando, con la realizacion de este proyecto de diplome se arribé a las siguientes conclusiones:

= El submuestreo aleatorio de la clase mayoritaria mejora la clasificacion de conjuntos de datos
desbalanceados en algunos dominios de aplicacion.

= De forma general no existe un balance 6ptimo entre sobremuestreo de la clase minoritaria y
submuestreo de la clase mayoritaria en la clasificacién multinstancia, pero para determinadas
aplicaciones puede existir una combinaciéon que sea la més eficaz.

= Las pruebas con datos artificiales que cumplen rigurosamente con la hipotesis estAndar muestran
que las variantes de MISMOTE que muestrean con distribucion proporcional a la probabilidad
de cada instancia de ser positiva son mejores que la variante original de MISMOTE con muestreo
con probabilidad uniforme. Pero los datos reales no necesariamente cumplen de forma rigurosa
con la hipoétesis estandar.

= Como no es posible determinar el ajuste de la hipotesis estandar en un conjunto de datos, no es
conveniente la mejora de MISMOTE con los modelos propuestos que basan su funcionamiento
en la hipotesis estandar.
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Recomendaciones

= Hacer un estudio profundo con conjuntos de datos multinstancia reales para determinar que
caracteristicas pueden relacionarse con la hipdtesis multinstancia y que permita obtener mejoras
en la clasificacion al aplicar las variantes de MISMOTE desarrolladas en esta tesis.
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