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SINTESIS

La mineria de datos para series temporales es un area de investigacion en pleno auge. Esto
es debido a la gran cantidad de datos de este tipo que son generados constantemente para
fines diversos, y a la importancia que tiene el analisis de series temporales, por su
aplicacion en la solucion de problemas reales. El andlisis de series temporales presenta
caracteristicas distintivas que lo diferencian de otros tipos de datos. Entre estas
caracteristicas se encuentran alta numerosidad y dimensionalidad de las series a analizar y
la constante actualizacion de los datos. Los métodos tradicionales de la mineria de datos
han tenido que lidiar con estos retos dando lugar a una nueva rama reconocida ya por la
comunidad cientifica. Mostrar una recopilaciéon de los principales métodos es el objetivo

principal que persigue este trabajo.
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INTRODUCCION

Las series temporales se obtienen mediante la medicion de variables a través del tiempo.
Resulta dificil imaginar una rama de la ciencia en la que no aparezcan datos que puedan ser
considerados como series temporales, por lo que su procedencia abarca los mas diversos
dominios. El analisis de series temporales se ha extendido a ramas de la ciencia tan diversas
como son la estadistica, el procesamiento de sefales, reconocimiento de patrones,
econometria, matematica financiera, prondstico climatico, electroencefalografia, ingenieria

y comunicaciones.

Una serie de tiempo esta constituida por observaciones historicas de una o varias variables
y, por tanto, sus valores son irrepetibles. Los datos almacenados en forma de series
temporales son susceptibles a contener informaciéon valiosa para su dominio de
procedencia. De ahi parte su utilizacion tradicional en el pronostico de valores futuros o

con la finalidad de interpretar eventos ocurridos.

El surgimiento de la mineria de datos, y una rama de la misma que se encarga
exclusivamente de las series temporales, han abierto un area de estudio basada en nuevos
enfoques con amplias perspectivas de aplicacion. Los métodos utilizados en la mineria de
datos para series temporales son capaces de caracterizar satisfactoriamente series con
caracteristicas complejas. Estos métodos cubren las limitaciones de las técnicas
tradicionales utilizadas en el analisis de series temporales ya que adaptan los conceptos de
la mineria de datos, para tratar este tipo de series como una clase especial de datos. El
reconocimiento de la mineria de datos para series temporales como una rama consolidada,
avalado por el considerable numero de investigaciones realizadas durante la ultima década,

ha motivado esta recopilacion de los principales aportes acaecidos.



1 Métodos clasicos para el tratamiento de

series temporales

El presente capitulo aborda los conceptos basicos sobre series temporales, sus principales
caracteristicas, asi como los elementos fundamentales que se han de tener en cuenta durante
su analisis. Posteriormente se brinda una breve resefia de los enfoques matematicos y
estadisticos cldsicos con que se han tratado tradicionalmente las series temporales,

destacando sus limitaciones.

1.1 Series temporales

El analisis de datos experimentales, que han sido observados en diferentes instantes de
tiempo, da lugar a un nuevo tipo de problema con caracteristicas Unicas en el area de los
modelos estadisticos. Resulta usual la correlacion existente entre observaciones adyacentes
en el tiempo y esta particularidad limita el uso de muchos métodos estadisticos

tradicionales que suponen la independencia entre las observaciones.

Segun Chatfield (2003) una serie temporal consiste en una colecciéon de observaciones
realizadas de manera secuencial en el tiempo. Otros autores (Brockwell and Davis, 2002;

Wang et al., 2013) ofrecen una definicion mas rigurosa y la especifican como una

secuencia de pares T=[(py t1) (P2 ta) s (i t) e, (Pn t)]

(t; <ty < -~ =<t < - <t.), donde cada p, es un punto en el espacio de d-dimensional al

que pertenecen los datos, y cada t; es el instante de tiempo al cual se le corresponde la

ocurrencia de p;.

Una serie de tiempo es considerada continua cuando las observaciones son hechas de forma
continua en el tiempo. Si las observaciones tienen lugar solo en momentos especificos
entonces es considerada como una serie temporal discreta. La Figura 1.1 muestra la grafica

correspondiente a la cantidad de pasajeros que realizaron vuelos internacionales en una



aerolinea durante el periodo de tiempo especificado. Como las cantidades son recogidas

mensualmente entonces estamos en presencia de una serie de tiempo discreta.

Pasajeros (1000's)
100 200 300 400 500 800

| | | | | |
1950 1952 1954 1956 1958 1960

Time

Figura 1.1. Pasajeros de vuelos internacionales desde los Estados Unidos durante el periodo de 1949-

1960

1.2 Analisis de series temporales

El analisis de series temporales comprende métodos tanto matematicos como estadisticos
que ayudan a interpretar este tipo de datos teniendo en cuenta las correlaciones temporales
existentes en los mismos. La existencia de un orden temporal entre los puntos de datos que
forman una serie hace que su andlisis sea diferente al de otros problemas que no presentan

esta caracteristica.

Existen multiples objetivos que motivan el andlisis de series temporales y estan enfocados
principalmente tanto a la extraccion de informacion representativa como a la posibilidad de
extrapolar y predecir su comportamiento futuro. Estos objetivos en Chatfield (2003), son

clasificados como:



descripcion: permite mediante la aplicacion de técnicas descriptivas definir las
principales propiedades de la serie. La mdas simple consiste en visualizar
graficamente la serie analizada.

explicacion: en ocasiones es posible usar la variacion de unas series de tiempo para
explicar la variacion en otras. Los modelos de regresion multiple resultan utiles en
esta tarea.

prediccion: es uno de los principales objetivos y consiste en predecir los valores
futuros de las series analizadas. Resulta de vital importancia en los analisis
economicos e industriales.

control: este se aplica cuando se desea controlar la calidad de determinado proceso y
existen multiples tipos de procedimientos de control. El control incluye poder tomar

medidas oportunas frente al proceso que se esta controlando.

El anélisis clasico de las series temporales comprende el estudio de cuatro componentes

basicos presentes en la serie los cuales son la fuente de su variaciéon. Varios métodos

tradicionales estdn relacionados con la descomposicion de la serie temporal en sus

componentes aunque se hace notar que este no siempre es el mejor enfoque. Los

componentes basicos (Chatfield, 2003) reconocidos en la literatura son:

tendencia: es una componente de la serie que refleja la evolucion a largo plazo del
fendmeno observado.

variacion estacional: es el movimiento periddico de corto plazo. Se trata de una
componente causal debida a la influencia de ciertos fendémenos que se repiten de
manera periodica en el tiempo.

variacion ciclica: ademas de la variacion estacional, debido a alguna otra causa,
algunas series exhiben cada cierto periodo de tiempo variaciones de mayor longitud.
variacion aleatoria: también denominada residuo, no muestra ninguna regularidad y

se obtiene una vez eliminadas la tendencia y las variaciones ciclicas de la serie.

Continuando con el ejemplo de la Figura 1.1, en la grafica se hace visible una tendencia

creciente de la serie a lo largo de los afios. También es observable la variacion estacional



que sufre la serie en el trascurso de los meses pues resulta clara la influencia del periodo
vacacional en el incremento de los vuelos y su disminucion en el resto del afio.

El objetivo que tradicionalmente ha primado en el andlisis de series temporales es el de
describir los datos como cierta funcion en el tiempo que permita analizar con detalles el
pasado y hacer predicciones futuras. Esto se logra estableciendo modelos probabilisticos
hipotéticos que representen a los datos. En consecuencia, se lleva a cabo el proceso de
ajuste, que incluye desde la estimacion hasta la prediccion, para finalmente determinar un

modelo satisfactorio.

Los modelos de series temporales deben considerar la naturaleza del fenémeno que
describen y determinar los factores que pueden ser incluidos en cada modelo. Por ejemplo,
en muchas series econdmicas es indispensable considerar los efectos estacionales de la

serie. Si esto no se toma en cuenta, los modelos obtenidos no seran los apropiados.

Los métodos utilizados en el analisis de series temporales son tipicamente divididos en
categorias: dominio de la frecuencia (Brockwell and Davis, 2002) y dominio del tiempo
(Shumway and Stoffer, 2011). El primero se basa en la funcion de densidad espectral y el
segundo en la funcion de autocorrelacion. Ademads, las técnicas de analisis de series
temporales pueden ser divididas segun sus métodos en paramétricas y no paramétricas
(Brockwell and Davis, 2002). Los enfoques paramétricos asumen que la estacionalidad
fundamental del proceso estocastico tiene cierta estructura la cual puede ser descrita usando
un reducido numero de parametros (por ejemplo, usando autorregresion o corrimiento de
medias). En estos enfoques, el objetivo es estimar los pardmetros del modelo que mejor
describen el proceso estocastico. Por el contrario, los enfoques no paramétricos estiman
explicitamente la covarianza o el espectro del proceso sin asumir que este tenga alguna
estructura en particular. Adicionalmente, otras clasificaciones han sido creadas para
describir los modelos, algunas de ellas son: lineales y no lineales, univariados y

multivariados.
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1.3 Modelos clasicos para el anadlisis de series temporales

El modelo autorregresivo integrado de media movil o ARIMA (acréonimo del inglés
Autoregressive Integrated Moving Average) (Cowpertwait and Metcalfe, 2009) es un
modelo paramétrico perteneciente al dominio del tiempo que utiliza variaciones y
regresiones de datos estadisticos con el fin de encontrar patrones para efectuar su
prediccion. Aunque fue desarrollado a finales de los sesenta del pasado siglo, Box y Jenkins
(Box and Jenkins, 1976) lo sistematizaron en 1976, convirtiéndolo en una poderosa
herramienta para el analisis de series temporales, capaz de modelar una amplia gama de

series.

El método ARIMA esté limitado por los requerimientos de estacionariedad e invertibilidad
del modelo estimado (Camones, 2002), el sistema generador de dicha serie debe ser
también invariante y estable. Ademas, los residuales (las diferencias entre la serie de
tiempo y el modelo ARIMA) deben ser independientes y presentar una distribucién normal.
A pesar de que las técnicas de filtrado pueden ser utiles para convertir las series temporales
no estacionarias en estacionarias, no siempre es posible cumplir todos estos requerimientos.
Ademas, la mayoria de ellos involucran calculos complejos y los resultados que se obtienen

no siempre son los mejores.

En resumen, solamente con un modelo adecuado, unido a una correcta identificacion de sus
parametros y el supuesto de que la relacion entre dichos pardmetros es constante en el
tiempo, los valores futuros de la serie de tiempo podran ser pronosticados con un razonable
rango de confianza. De no ser asi, el modelo ARIMA obtenido resultara inadecuado y los
resultados no se corresponderan con la realidad objetiva del fendmeno que se pretende

representar.

Por su parte, el andlisis espectral (Chatfield, 2003) es en esencia un procedimiento que
estima, a partir de un conjunto finito de observaciones, una funcion en el rango (0,7). Se
considera fundamentalmente no paramétrico ya que no se asume a priori ningun tipo de
modelo. Resulta util para orientar la bisqueda de un modelo paramétrico que se adecue a

las caracteristicas de la serie. La estimacion de la funcion de densidad espectral define un

procedimiento mas general que la inferencia basada en una clase particular de modelo

11



paramétrico aunque, por lo general, es menos exacto si el modelo paramétrico resulta
realmente apropiado. El andlisis espectral obtiene mejores resultados en los casos donde no
resulte obvia la existencia de tendencia y variacion estacional, principalmente series
provenientes de las ciencias fisicas. En meteorologia y oceanografia el analisis en el
domino de la frecuencia ha resultado particularmente efectivo, no asi en otras areas como

las ciencias econdmicas.
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1.4 Conclusiones del capitulo

Las series temporales permiten describir de forma natural gran variedad de fenomenos que
transcurren a lo largo del tiempo. Es por ello que su uso se ha extendido a numerosas areas
del conocimiento, especialmente aquellas que requieren predecir el comportamiento de
determinadas variables de interés en un momento dado. Existen multiples modelos
matematicos y estadisticos que permiten describir problematicas reales satisfactoriamente
aunque no se ajustan a todo tipo de problemas. Esto es debido a que la aplicacion de estos
modelos tradicionales precisa del cumplimiento de ciertos requerimientos, lo cual es una

limitacidén no desdefiable en muchos casos.
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2 Mineria de datos para el analisis de series

temporales

La mineria de datos para series temporales es una contribucién importante a los campos de
estudio de la mineria de datos y de las series temporales. Los métodos utilizados en la
mineria de datos para series temporales son capaces de caracterizar satisfactoriamente
series con caracteristicas periodicas, no periddicas, complejas y caoticas. Estos métodos
cubren las limitaciones de las técnicas tradicionales utilizadas en el andlisis de series
temporales ya que adaptan los conceptos de la mineria de datos, para tratar este tipo de
series como una clase especial de datos. En este capitulo se analizan las principales

tendencias de la mineria de datos para series temporales en la actualidad.

2.1 Mineria de datos

Segun Larose (2005), se puede definir que: “La mineria de datos es el proceso de descubrir
nuevas correlaciones significativas, modelos y tendencias, filtrando grandes cantidades de
datos guardadas en repositorios, a través del uso de tecnologias de reconocimiento de

modelos asi como de técnicas estadisticas y matematicas”.

El objetivo de este proceso es revelar patrones desconocidos a partir de los datos. Su
singularidad radica en los tipos de problemas que es capaz de resolver (aquellos con

enormes conjuntos de datos y relaciones muy complejas entre ellos).

En ocasiones el descubrimiento de conocimiento en las bases de datos o KDD (acrénimo
del inglés Knowledge Data Discovery) se trata como sindonimo de mineria de datos.
Alternativamente, otros ven la mineria de datos como simplemente un paso esencial en el
proceso de KDD. Por ejemplo, en Han and Kamber (2001) utilizan el término mineria de
datos para referirse en general al proceso de descubrimiento de conocimiento a partir de

grandes bases de datos, almacenes o repositorios de informacion.

Existen categorias que agrupan los diferentes tipos de tareas existentes para la mineria de

datos, correspondiendo a los objetivos del andlisis y los tipos de problemas que enfrentan.
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Dada la naturaleza de los problemas, los podemos agrupar en distintas tareas, tales como

(Han and Kamber, 2001):

— Clasificacion
— Agrupamiento
— Asociacion

— Prediccion

— Regresion

2.2 Mineria de datos para series temporales

La mineria de datos para series temporales requiere tener claramente definidos cudles seran
los eventos que vamos a “minar”’. De manera similar es necesario definir las formaciones
que apuntan a eventos significativos. En el contexto de la mineria de datos para series
temporales estas formaciones son llamadas patrones temporales (Povinelli, 1999). Un
patron temporal puede estar asociado a un evento por lo cual es necesario en la prediccion

de los eventos.

Se supone comunmente que en las series temporales modeladas con ARIMA, los cambios
en el pasado seran aplicados a la prediccion del futuro. Por lo que se asume que estos
modelos no necesitaran variar a través del tiempo. Desafortunadamente, el sistema
generador de una serie de tiempo no tiene por qué ser necesariamente lineal o estacionario.
En contraste con lo anterior, los métodos basados en mineria de datos son capaces de
manipular series temporales no lineales y no estacionarias. Es por este motivo que resultan
utiles para predecir eventos imprevistos en la serie como: el alza repentina del precio de

algtin producto en el mercado o la rotura de alguna clase de motor en una fabrica.

La naturaleza de las series temporales hace que su tratamiento se diferencie de los métodos
tradicionales de mineria de datos. Entre las caracteristicas distintivas se encuentran: alta
numerosidad, gran numero de dimensiones y una constante actualizacion de sus datos al

transcurrir el tiempo.

Considerando su naturaleza continua, es imprescindible considerar una serie de tiempo
como un todo en lugar de tratarla como un conjunto de campos numéricos individuales. El

calculo de la similaridad para series temporales se satisface de forma aproximada, a
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diferencia de otros tipos de datos donde el concepto de similitud se resuelve de forma
exacta, ya que es practicamente imposible encontrar dos series exactamente iguales. Todas
estas caracteristicas constituyen retos que la mineria de datos para series temporales debe

resolver.

2.3 Tareas de la mineria de datos para series temporales

En los ultimos afios ha ocurrido un incremento de las investigaciones relacionadas con la
mineria de datos para series temporales. La diversidad de los trabajos abarcan la mayoria de
las lineas que sigue la mineria de datos actualmente. En aras de facilitar su anélisis varios

autores (Fu, 2011) clasifican estas tareas en los campos siguientes:

— representacion e indexado

— clasificacion

— medidas de similitud

— emparejamiento de subsecuencias
— segmentacion

— visualizacién

— descubrimiento de patrones y conglomerados

2.3.1 Representacion e indexado

La representacion de las series temporales es uno de los principales desafios que enfrenta la
mineria de datos debido a la alta dimensionalidad que frecuentemente presenta este tipo de
dato. Debido a que la representacion influye en el desempefio posterior de los métodos
utilizados, una de las principales tareas dentro de la representacion de series temporales es
la reduccion de su dimension. Se entiende por dimension el nimero de puntos de datos de

la serie original.

El método mds simple para ello es el muestreo (Astrém, 1969). En este método, una tasa de
m,/ n es usada, donde m es la longitud de la serie de tiempo P y n es la dimension después
de la reduccion, Figura 2.1. El método de muestreo tiene la inconveniencia de que

distorsiona la forma de la serie temporal obtenida si la tasa de muestreo es demasiado

pequeia.
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Figura 2.1. Reduccion de la dimensionalidad de una serie de tiempo mediante muestreo. La serie de
tiempo de la izquierda es muestreada regularmente (denotado por lineas punteadas) y desplegada a la
derecha

Un método mejorado consiste en utilizar el valor medio de cada segmento para representar

el correspondiente conjunto de puntos de datos (Yi). A partir de una serie de tiempo

P =(py ....P,,) Yy la dimensién deseada luego de la reduccion n, la serie de tiempo

reducida B = (p,, ..., B,) es obtenida de la forma siguiente:

1 R
pk_ ﬂk_sk _|_1sz

donde s, y e, denotan los puntos donde comienza y finaliza el k-ésimo segmento

respectivamente. De esta forma la serie resultante presenta un mayor parecido con la serie

original (Figura 2.2).

L
#V/AZ VYo

Figura 2.2. Reduccion de la dimensionalidad mediante el cilculo de la media en cada segmento
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Otro método, utilizado en la reduccion de la dimensionalidad, consiste en aproximar la
serie de tiempo usando lineas rectas (Keogh et al., 2001). Reducir la dimensionalidad a
partir de la conservacion de los puntos extremos de la serie, es también un enfoque
promisorio. Estos puntos se denominan puntos perceptualmente importantes (PIP). La

figura 2.3 muestra el resultado de aplicar este método.

Figura 2.3 .Reduccion de la dimensionalidad mediante el cilculo de siete PIP

Diversos métodos han sido propuestos para representar las series temporales. Algunos,
como los anteriormente analizados, plantean su representacion en el dominio del tiempo
directamente. La representacion de las series temporales en el dominio de transformacion
constituye otra larga familia de métodos (Keogh, 1997; Keogh and Pazzani, 2001; Smyth
and Keogh, 1997). Otra variante consiste en convertirla a una representacion simbolica

(Aref et al., 2004; Lin et al., 2005).

2.3.2 Clasificacion

La clasificacion asocia datos entre grupos predefinidos o clases. La mayoria de los
algoritmos de clasificacion asumen algiin conocimiento de los datos o realizan fases de
entrenamiento para estas clasificaciones. El problema de la clasificacion de series

temporales puede ser definido de la forma siguiente:

Dada una base de casos D = {t,,t,, ..., t, } constituida por series temporales, y un conjunto
de clases € = {C,,C,, ..., C,,} el problema de clasificar dichas series es el de definir una

funcién f:D — C donde cada t, es asignada a una clase ;. Y una clase C; contiene
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precisamente a las series asignadas en ella, esto es

C;={t; | ft)=¢C;, 1=i<nt €D}

Muchos de los algoritmos de clasificaciéon conocidos se han adaptado para ser utilizados
con series temporales. En Rodriguez et al. (2000) se propone un método de clasificacion de
series de tiempo multivariadas mediante la programacion légica inductiva. Se introducen
dos tipos de predicados: basado en intervalo y basado en distancia. En Geurts (2001) se
propone clasificar los datos de la serie de tiempo basandose en sus propiedades locales o en
sus patrones. Por otra parte en Povinelli et al. (2004) se presenta una investigacion sobre la
clasificacion de sefiales basandose en el modelado de un sistema dindmico que captura los

datos para la serie usando modelos de texturas Gaussianos.

Los arboles de decision también han sido aplicados a la clasificacion de series temporales
como lo denotan los trabajos de Rodriguez y Alonso (2004), y Douzal-Chouakria and
Amblard (2012). Las maquinas de soporte vectorial también han como esido utilizadas en

esta tarea como se reporta en Orsenigo and Vercellis (2010).

El algoritmo A-NN es uno de los mas populares en la mineria de datos y una gran cantidad

de los trabajos para series temporales se basan en dicho algoritmo (Zhang et al., 2004;

Gonzalez-Abril et al. (2009). En el caso de esta ultima técnica, el algoritmo de los k

vecinos mas cercanos (/-NN), a pesar de su simplicidad, es uno de los que mejores

resultados ha ofrecido para la clasificacion de series temporales.

Incluso métodos bioinspirados como los basados en colonias de hormigas (Biswal, 2010] y
enjambres de particulas se han adaptado para el trabajo con series temporales. Finalmente,
en Wei and Keogh (2006) se proponen clasificadores de series temporales semi-
supervisados para los que solo son necesarios un grupo reducido de ejemplos etiquetados

para el aprendizaje.

2.3.3 Medidas de similitud

Las medidas de similitud tienen una gran importancia para las distintas tareas de la mineria

de datos pues constituyen el nticleo de la mayoria de los métodos utilizados en andlisis de
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series temporales. No resulta trivial definir funciones de similitud dada la naturaleza
numérica y continua de las series temporales. Existen dos enfoques principales para el
calculo de la similitud: considerar la serie de tiempo en toda su longitud, y la comparacion

de subsecuencias.

Una de las distancias més usadas es la tradicional distancia euclidiana, que se emplea
fundamentalmente en las series temporales transformadas. En esta medida se calcula la
diferencia entre cada punto de datos de la serie objetivo respecto a su similar en la serie de
referencia. En la Figura 2.4 A) se muestra como se efectta el calculo de la diferencia entre

dos series utilizando la distancia euclidiana.

Figura 2.4. Calculo de la diferencia entre dos series temporales. A) Utilizando la distancia euclidiana.
B) Utilizando la métrica elastica DTW

Entre los beneficios de utilizar esta medida se encuentra una complejidad computacional

de orden lineal. Como consecuencia de las caracteristicas particulares que ostentan las
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series temporales, varios estudios revelan que no siempre es la distancia indicada para

dominios mas especificos (Wang et al., 2013).

Una de las medidas de similitud mas populares usada actualmente se conoce con el nombre
de distorsion dinamica del tiempo o DTW (acrénimo del inglés Dynamic Time Warping)
(Sakoe and Chiba, 1978). En la Figura 2.4 B se muestra la comparacion entre dos series
utilizando la métrica DTW, siendo apreciable la diferencia existente entre la distancia
euclidiana y DTW. La principal caracteristica de esta ultima es la elasticidad durante las
comparaciones, que hace posible la alineacion entre puntos desfasados en el tiempo. Como
esta métrica ha originado multitud de trabajos se le dedica un capitulo completo para su

analisis.

2.3.4 Emparejamiento de subsecuencias

Dadas una secuencia de entrada y una serie de tiempo de mayor longitud, la tarea en este
caso es hallar las subsecuencias en la serie de tiempo que se “empareje” mejor con la
secuencia dada. Los primeros trabajos sobre este tema se pueden revisar en Agrawal ef al.,
(1993) y Faloutsos et al. (1994). A partir de estos trabajos, numerosas investigaciones se
han llevado a cabo para mejorar el funcionamiento de la busqueda de subsecuencias. Por
ejemplo, los métodos de Moon et al. (2001) y Moon et al. (2002) proponen el uso de
ventanas moviles y en Han et al. (2007) se desarrolla un algoritmo de ordenamiento de
subsecuencias para reducir el nimero de las mismas a las cuales se necesita tener acceso

durante el emparejamiento.

2.3.5 Segmentacion

La segmentacién puede ser vista tanto como un paso de preprocesado para numerosas
tareas de la mineria de datos o como una técnica de analisis de tendencia. También puede
ser considerada como un proceso de discretizacion. En Das et al. (1998) se propone un
método simple de discretizacion. Una ventana de longitud fija es usada para segmentar la
serie de tiempo en subsecuencias y de esta forma representarla mediante patrones

primitivos. Este proceso depende fundamentalmente de la eleccion del ancho de la ventana.
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Existen al menos dos desventajas significativas. Primero, los patrones fundamentales
aparecen tipicamente con diferentes longitudes a través de toda la serie. Segundo, como un
resultado de la segmentacion de cualquier serie de tiempo, los patrones mas importantes

pueden perderse cuando se separan datos en el tiempo.

Por tanto, es preferible usar enfoques dindmicos, los cuales identifiquen los puntos de datos
que podemos dividir en el tiempo antes de proceder al segmentado de la serie. La tarea de
segmentacion descrita anteriormente puede ser vista también como un problema de
optimizacion. En Chung et al. (2004) se propone una soluciéon basada en computacion

evolutiva.

2.3.6 Visualizacion

La visualizacion es un importante mecanismo para presentar la serie de tiempo procesada.
De esta forma se facilita su andlisis a los usuarios. Es ademas una poderosa herramienta que
hace mas factibles las tareas de mineria de datos en la serie. Algunas de las herramientas
mas importantes desarrolladas son: 7TimeSearcher (Hochheiser and Shneiderman, 2004,

Keogh et al., 2002a) y VizTree (Lin et al., 2005). Ambas incluyen:

— visualizacion de calendarios y conglomerados (Van Wijk and Van Selow, 1999).

— visualizacion en espiral (Weber et al., 2001).

2.3.7 Descubrimiento de patrones y conglomerados

El descubrimiento de patrones, también llamado descubrimiento causal de patrones o
deteccion de anomalias, es la tarea no trivial de descubrir patrones (Keogh et al., 2002b)
interesantes en una serie de tiempo. Dada su importancia, se ha convertido en una de las
tareas fundamentales de la mineria de datos para series temporales y puede ser aplicada a
numerosos dominios de investigacion (Caraca-Valente and Lopez-Chavarrias, 2000; Lerner
et al., 2004; Ma and Perkins, 2003). Variadas técnicas se han desarrollado, entre ellas cabe
sefnalar: el algoritmo de Gecko (Chan and Mahoney, 2005), las técnicas basadas en

distancia (Das et al., 1998; Oates, 1999, Wang et al., 2002), el modelo basado en cadenas

22



de Markov para series temporales (Panuccio et al., 2002) y el método de agrupamiento

neuronal de conglomerados para el reconocimiento autoorganizado (Lagus ef al., 1996).

En Mueen ef al. (2011) se introduce un algoritmo llamado DAME (del acronimo en inglés
de Disk Aware Motif Enumeration) para encontrar patrones en enormes bases de datos, las
cuales contienen decenas de millones de series de tiempo. El algoritmo realiza una
proyeccion de las series en una linea ordenada lo cual le permite realizar un numero de

comparaciones menor que un algoritmo de fuerza bruta.

En Rodpongpun et al. (2012) se propone un método para conglomerados de subsecuencias
dentro de series temporales. Este algoritmo trabaja de forma selectiva, seleccionando
solamente las subsecuencias esenciales. Esto garantiza la obtencién de conglomerados con

sentido y todo esto se realiza de manera automatica.

Otro trabajo novedoso en este campo lo constituye el de Meesrikamolkul et al. (2012). En
este articulo se propone un método nombrado SCTS (acréonimo del inglés Shape-based
Clustering for Time Series). Este propone una nueva forma para efectuar el calculo de la
media entre dos series. La propuesta en cuestion consigue un menor tiempo computacional

y mejora la eficacia de las propuestas anteriores.

2.4 Principales campos de aplicacién y algunos problemas
representativos

El repositorio de series temporales conocido como UCR (acronimo del inglés University of
California Riverside) (Keogh, 2011) ha sido creado como un servicio publico para la
comunidad cientifica que trabaja la mineria de datos y el aprendizaje automatizado. Su
objetivo es alentar las investigaciones en el campo de la clasificacion de series temporales.
En este sitio se encuentran a disposicion de los investigadores mas de 50 conjuntos de datos
internacionales de probada fiabilidad, asi como informacién valiosa sobre los mismos (sus
creadores, la cantidad de instancias que contienen, sus clases, los mejores resultados
obtenidos de cada uno de ellos con diversos algoritmos de clasificacion y varias medidas de

similitud, etc.).
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En UCR se publican ademéas los mas novedosos articulos cientificos sobre el tema, asi
como el cédigo fuente de varios algoritmos tradicionales implementados. Durante muchos
afios se ha invitado a la comunidad cientifica cuyo campo es la mineria de datos a que
contribuya con nuevos conjuntos de datos para el sitio. Esto se ha realizado con el objetivo
de que la coleccion existente represente los intereses de grupos cada vez mas diversos de
investigadores, y no de algunos en particular. Debido a la utilidad que tienen los conjuntos
de datos para la validacion experimental de las investigaciones, este epigrafe muestra
algunos de ellos; como ejemplos ademas, de la diversidad de aplicaciones que presenta

actualmente el campo de la mineria de datos para series temporales.

241 ECG200

La clasificacion de enfermedades cardiacas ha recibido una gran atencion de la comunidad
cientifica por la gran cantidad de datos disponibles libremente y su potencial aplicacién en

la medicina, En la Figura 2.5. Ejemplo de un electrocardiograma.

11 | IENEE N EOE N

s
L1 !
N =

!

T

I
AR

:
| "{;;' EHE
Bl

,';i

(

f

}

P

)

Figura 2.5. Ejemplo de un electrocardiograma

El Instituto Nacional de Metrologia de Alemania ha provisto la compilaciéon de un gran
conjunto de datos ECG' para su investigacion con algoritmos de medicion
computacionales. La informacién de ECG fue recogida de voluntarios sanos y otros con
algun tipo de enfermedad cardiaca. Cada dato almacenado en ECG es una serie de tiempo
registrada por un electrodo durante cada pulsacion del corazon. Los datos han sido anotados

por cardidlogos y dos clases han sido definidas: comportamiento normal y comportamiento

" El electrocardiograma (ECG/EKG, del aleméan Elektrokardiogramm) es la representacién grafica de la

actividad eléctrica del corazon, que se obtiene con un electrocardidgrafo en forma de cinta continua.
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anormal. De las 200 instancias del conjunto de datos, 75 fueron identificadas por los
especialistas como anormales, y 125 como normales. Todos los datos han sido
normalizados y reescalados para que tengan longitud 95. La Figura 2.6 muestra la
comparacion entre dos series temporales que representan dos instancias ECG de diferente

clase.

Figura 2.6. Ejemplo de dos clases del conjunto de datos ECG200

Debido a que los cardidlogos estan mas interesados en las ocurrencias anormales de los
electrocardiogramas, el objetivo de la mineria de datos para este problema es conocer si una
instancia dada es clasificada en normal o anormal, ddndole mayor importancia a aquellas

que son clasificadas como anormales.

2.4.2 Gun Point

El conjunto de datos Gun Point pertenece al dominio de los videos de vigilancia. Gun Point
consta de dos clases, cada una contiene 200 instancias, 100 para cada clase. Todas las
instancias fueron creadas usando un actor del sexo masculino y uno del sexo femenino,
durante una tnica sesion de pruebas en la que los actores fueron grabados en un video (a 30

cuadros por segundo), como se muestra en la Figura 2.7.
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Figura 2.7. Instantaneas de una secuencia de video; el movimiento de la mano derecha es rastreado y
convertido en una serie de tiempo

La grabacion fue facilmente segmentada en 150 puntos de datos que representan una

instancia. Las dos clases son:

— Gun: Primeramente, los actores sitian ambas manos a los lados del cuerpo. Luego
levantan un arma desde su funda ubicada en su cintura hasta que la pistola se
posiciona para hacer blanco (esto ocurre en aproximadamente un segundo). A
continuaciéon vuelven a poner el arma en su funda y ambas manos a los lados del

cuerpo, Figura 2.2.8.

Figura 2.8. Ejemplo de una instancia de la clase Gu

— No Gun: Los actores mantienen su pistola en su funda. Apuntan con el dedo indice a
un objetivo aproximadamente en un segundo, para mas tarde volver a situar sus

manos a ambos lados del cuerpo, Figura 2.9.
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Figura 2.9. Ejemplo de una instancia de la clase No Gun

El centroide de la mano derecha del actor es capturado por la cdmara en los ejes X y Y; los

cuales parecen estar muy correlacionados. En este experimento solo se considera el eje X

por simplicidad. Para mas detalles sobre el experimento consultar Ratanamahatana and

Keogh (2004a).

Figura 2.10. Ejemplo de dos clases del conjunto de datos Gun Point

En este problema el objetivo consiste en conocer si el actor apunta o no con un arma
mediante la caracterizacion de cada uno de sus movimientos. Los eventos considerados
relevantes son tomados mediante las observaciones de una cédmara y corresponden al
movimiento de la mano derecha del actor. Aunque las clases sean muy similares entre si,
Figura 2. y Figura 2., es posible para un humano clasificar visualmente ambas clases con
gran precision después de notar que el actor debe alzar su mano sobre la funda de su pistola
para sacarla. Esta accion genera una sutil distincion entre ambas clases la cual se hace

visible facilmente en la Figura 2..

27



243 Fifty Words

El problema de transcribir e indexar archivos histdricos existentes es atn un reto. Incluso
para figuras historicas de la talla de Isaac Newton existen una gran cantidad de trabajos
escritos a mano que todavia no han sido publicados (los trabajos de Newton exceden el
millén de palabras). Para otras muchas personalidades, estan recogidos actualmente muchos
trabajos escritos a mano, colecciones que tienen un valor incalculable para biografos e
investigadores, y que todavia no han sido descifrados y traducidos enteramente debido a la
complejidad de este problema. Sorprendentemente, es posible transformar texto escrito a

mano en series temporales,

Figura 2.11. A) Ejemplo de un texto escrito por George Washington. B) La palabra “Alexandria” del
texto A) luego de haber sido procesada para eliminar su inclinacion. C) La palabra de B) convertida en
una serie de tiempo

Por ejemplo, consideremos el problema de traducir textos biblicos a dos lenguajes
diferentes (Ratanamahatana and Keogh, 2004a): inglés y espafiol. Para ello, el texto biblico
es convertido por entero en cadenas de bits de acuerdo a las ocurrencias de una palabra
seleccionada en el texto. Por ejemplo, un apartado de la Biblia en espaiiol que contiene la

palabra “Dios” en la frase “En el comienzo Dios cre6 el cielo y la tierra” serd representada
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como “0001000000”. Esta cadena de bits es convertida entonces en una serie de tiempo
registrando el numero de ocurrencias de la palabra dentro de una ventana movil predefinida
para todo el texto. Intuitivamente, por cada aparicion de la palabra en idioma inglés, debe
estar presente su correspondiente en espafiol. Sin embargo, pueden existir algunas
discrepancias en el nimero de palabras existentes en el texto completo, asi como en la
posicion de la palabra dentro de cada oracion para ambos lenguajes. Estas irregularidades

pueden ser analizadas en detalle usando técnicas de mineria de datos.

El conjunto de datos conocido como Fifty Words, fue creado por Rath y Manmatha para el
emparejamiento de imagenes (Rath and Manmatha, 2003). Contiene 2 381 imagenes de
palabras, de 10 paginas escritas. Se han tomado imagenes de 50 palabras comunes en
idioma inglés como “the”, “and”, etc. obteniéndose 905 instancias en total. Cada imagen de
palabra es representada por una serie de tiempo cuatridimensional la cual describe las
caracteristicas de la imagen. Por ejemplo en la Figura 2. se muestra el perfil de la palabra

“Alexandria”. Por simplicidad, Fifty Words considera solo la primera dimensién de cada

imagen, la cual tiene una longitud promedio de 270.

Figura 2.12. Ejemplo de seis clases del conjunto de datos Fifty Words

Luego, el problema para este conjunto de datos se centra en diferenciar la palabra “the” del
resto. En total, existen 109 imdgenes de la palabra “the” y 796 imégenes de las otras

palabras, para un total de 905 imagenes en todo el conjunto de datos. La Figura 2.12
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muestra algunos ejemplos representativos de varias clases en el conjunto de datos Fifty

Words.

2.5 Conclusiones del capitulo

Las series temporales han despertado el interés de los especialistas en la rama de la mineria
de datos debido a las limitaciones que presentan los métodos matematicos y estadisticos
para su analisis. Existe un nimero creciente de problemas con una clara modelacion a partir
de las series temporales y otros que aunque no resulta obvio también pueden convertirse en
series temporales. Los modelos que analizan las series temporales usando técnicas de
mineria de datos son capaces de resolver problemas donde los modelos estadisticos y
matematicos fallan. Dada la gran cantidad de aplicaciones practicas que han surgido,
actualmente existe un incremento de los estudios que se realizan en el campo de la mineria
de datos para series temporales; los cuales estan divididos en las categorias siguientes:
representacion e indexado, clasificacion, medidas de similitud, emparejamiento de
subsecuencias, segmentacion, visualizacion y descubrimiento de patrones y conglomerados.
Aunque no resulta facil enfrentar caracteristicas de las series temporales como su alta
dimensionalidad y numerosidad, los métodos de mineria de datos han sido adaptados

satisfactoriamente al trabajo con series temporales.
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3 La métrica elastica DTW en el contexto de

la mineria de datos

DTW es una técnica muy popular para la comparacion de series temporales. Con esta
técnica no solo se consigue el valor de la disimilitud entre dos series sino que ademas se
obtiene el alineamiento Optimo entre ellas, emparejandolas de forma no lineal mediante
contracciones y dilataciones de las series en el eje temporal. Por consiguiente, este
emparejamiento permite encontrar regiones equivalentes entre las series y hallar su
similitud

DTW ha encontrado aplicacion en varias disciplinas como son: mineria de datos,
reconocimiento de gestos, robdtica, en procesos fabriles o en medicina (Keogh and Pazzani,
2001). En mineria de datos para series temporales DTW es usada comunmente para
calcular la diferencia entre dos series temporales.

En reconocimiento del lenguaje oral, donde tuvo su primera aplicacion, esta medida de
disimilitud resulta util para determinar si dos ondas sonoras representan la misma frase en
una conversacion interpersonal cualquiera. Esto se debe a que la duracion del sonido de
cada letra puede variar, pero la onda sonora en general debe tener la misma forma para la
misma frase. Una gran cantidad de algoritmos y restricciones se han discutido en la
literatura a partir del surgimiento de DTW y es por esto que dedicamos todo un capitulo

para su analisis.

3.1 Definicion de DTW

Para alinear dos series temporales P = (py,...,p,) ¥ @ = (44, ..., q,,) usando DTW,
primeramente se construye una matriz M, la cual se utiliza para almacenar las distancias

parciales entre las subsecuencias de las series originales. Cada elemento m,; de la matriz

31



M, contiene la distancia d(g;,p;) entre dos puntos g, y p; de cada serie, respectivamente.

Para el calculo de la distancia d(q,p;) se utiliza tipicamente la distancia euclidiana (3.).

d(qup;) = (a; — »;)° (3.1

El valor obtenido al calcular la distancia local d(g,,p,) expresa el efecto de alinear los
puntos g, y p; de las series. Un camino distorsionado W es un conjunto de elementos de la
matriz que definen una correspondencia entre Py {J.

El k-ésimo elemento contenido en W se define como se muestra en (3.) y tanto i, como j,

son los indices de puntos contenidos en Py {J, respectivamente.

Wi = (Lific) (3.2)

W= wy,wy, . Wy, .., Wg

Respecto a la longitud del camino W encontrado por el algoritmo tenemos que se cumple

que (3.3):
max(m,n) = K < m+n-1 (3.3)

El camino distorsionado estd cominmente sujeto a varias restricciones que garantizan una
adecuada alineacion entre las series. Estas restricciones se conocen como las condiciones

de frontera, continuidad y monotonia.
Las restricciones de frontera se definen como wy = (1,1) y w,, = (m,n). Esto hace que el

camino distorsionado comience y termine diagonalmente. Por lo tanto se garantiza que el

punto inicial como el final de la serie P se alineara con el inicial y el final de la serie @,

respectivamente.
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Ofra restriccion a cumplir es respecto a la continuidad. Dado w, = (a, &), entonces

wy_y = (a,b"),dondea—a" = 1yb- & =< 1. Estas desigualdades restringen los pasos
posibles en el camino a las celdas adyacentes y controlan que no existan saltos en el camino
W. Ademas, las restricciones a —a’ < 1y b-b" =< 1 fuerzan a los puntos en W a ser

mondtonamente espaciados en el tiempo.

La Figura 3.1 A. Dos series temporales Py @ con formas similares pero desfasadas en el

tiempo. B) El emparejamiento entre los puntos de cada serie usando DTW permite detectar

desfases en el tiempo., muestra como dos series Py @ son emparejadas entre si a lo largo
del tiempo. Cada punto de la serie @ es conectado con el punto més similar posible en la

serie P mediante una linea recta que los une. Si existiera el caso que ambas series en la

figura fueran idénticas, todas las lineas entre ellas serian verticales pues no se necesitaria de

un emparejamiento diferente para alinearlas entre si de forma dptima.

Figura 3.1 A. Dos series temporales Py 2 con formas similares pero desfasadas en el tiempo. B) El
emparejamiento entre los puntos de cada serie usando DTW permite detectar desfases en el tiempo.
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La métrica DTW es una medida de la diferencia entre dos series temporales después de que

ambas hayan sido alineadas de forma 6ptima. Dicha medida se corresponde con la suma de

las distancias entre cada par de puntos ws, conectados en el camino W. Existe un niimero

bastante grande de caminos que satisfacen las condiciones antes mencionadas. Sin

embargo, solo estamos interesados en el camino que minimice el costo del alineamiento.

3.2 Calculo del alineamiento 6ptimo

Este camino (Figura 3.2) puede ser eficientemente hallado usando programacion dindmica

pues la solucion de este problema se realiza a partir de la evaluacion de la ecuacion de

recurrencia (3.). Dicha ecuacion de recurrencia define la distancia acumulada y (i, j) como

la distancia d (i, ) encontrada en la celda actual y el minimo de las distancias acumuladas

de los elementos adyacentes.

Figura 3.2. Matriz M donde se forma el camino W minimo para los alineamientos entre las series Py ()

T(i.'jj = d[qirp_j) + miﬂ{}’(i— 1r_-i. - 1]!}"& - 1,_j'],]-’(i,_j' - 1]} (34)
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Esta forma de calcular la distancia acumulada no es la tinica que se reporta en la literatura
pues la forma de calcularla varia en dependencia de la alineacidon que se desea obtener. Por
ejemplo la ecuacion 3.4 favorece los caminos diagonales y puede que este comportamiento
no sea el deseado. Para mas informacion sobre los distintos patrones existentes para el

calculo de DTW, consultar Giorgino (2009).
Un camino de alineamiento W, tal que la distancia global entre los puntos de datos sea

minima, puede calcularse mediante la ecuacion (3.).

P (3.5)

DTW(Q,P) = min |Z d(w,,)
.Jk:l

Donde d(w,] puede definirse como muestra la ecuacion (3.). Detalles sobre este

tratamiento pueden verse en Kruskall, (1983).

d(wy) = d(a;, — vy, )’ (3.6)

El calculo de DTW tiene una complejidad temporal y espacial de orden @(n.n) donde n'y

m son las longitudes de las series P y @, respectivamente. En caso que las series a

comparar tengan igual longitud entonces la complejidad se puede expresar como una

funcidn cuadratica ¢ (nz )

3.3 Reduccién del costo computacional al calcular DTW

Aunque aparentemente la implementacion computacional no es muy costosa esta situacion
se agrava cuando los puntos de datos de las series superan los miles, situacion que se repite

con frecuencia en el dominio de las series temporales. Diferentes métodos se han propuesto
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para acelerar la velocidad del proceso del calculo de las distancias, estos pueden ser

divididos en las categorias siguientes:

— restricciones globales: Limitar el namero de celdas que son evaluadas en la matriz
de costo

— abstraccion de los datos: Ejecutar el algoritmo DTW en una representacion reducida
de los datos

— indexado: Usar funciones de acotacion para reducir el numero de veces que DTW

deberd ejecutarse durante la clasificacion o el agrupamiento

3.4 Restricciones globales

El establecimiento de restricciones globales que controlan el subconjunto de la matriz que
el algoritmo es capaz de visitar durante la construccion del camino de costo minimo, Figura
3.3, es uno de los métodos mas usados en el mejoramiento de la eficiencia de DTW
(Ratanamahatana and Keogh, 2004b). El subconjunto de la matriz que el camino de

alineamiento es capaz de visitar es también conocido como ventana.

Figura 3.3. Dos de las restricciones globales mas usadas. A) Banda de Sakoe-Shiba. B) Paralelogramo
de Itakura
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De esta forma, se restringen los indices del camino w, = (i,,j,.) tal que
j-r < i = j+r donde r es el término que regula la elasticidad permitida para un punto

dado de la serie (normalmente el valor de + es considerado como un pardmetro de la

funcién que implementa la métrica DTW). En el caso de la banda Sakoe-Chiba (Sakoe and

Chiba, 1978), r es independiente de i y su valor representa el ancho que alcanza la ventana.

En el caso del paralelogramo de Itakura (Itakura, 1975) + se calcula en funcion de i pues

como se observa en la figura el ancho de la ventana es variable, permitiendo una mayor

elasticidad para los puntos de datos localizados en la parte central de la serie.

Los trabajos anteriores han inspirado investigaciones (Ratanamahatana and Keogh, 2004b)
donde las restricciones globales se ajustan al problema que se estd tratando. El objetivo
primario de este ajuste es incrementar la eficacia de la clasificaciéon y como consecuencia
de la reduccion de la ventana se mejora ademas la eficiencia del calculo de DTW. La

Figura 3.4 muestra las restricciones globales resultantes al aplicar este método.

Figura 3.4. Matriz que muestra las restricciones globales aprendidas de forma automatica a partir de
los datos de un problema



Evaluaciones empiricas (Keogh and Ratanamahatana, 2005) en numerosos conjuntos de
datos han mostrado que la reduccién de la ventana no solo aumenta la eficiencia del
calculo DTW sino que ademas mejora el desempeiio de algoritmos como el k-NN. Esto se
debe a que en ocasiones la elasticidad de la métrica provoca la obtencion de alineamientos
absurdos en el contexto del problema que se estd resolviendo. Por tanto, limitar la

elasticidad en este caso reduce este tipo de alineamientos erroneos. En muchos casos los

mejores resultados se obtienen cuando el valor de r no supera el 10% de la longitud de la

serie.

3.4.1 Cotas inferiores

Los métodos analizados anteriormente constituyen variantes para el calculo de DTW vy las
modificaciones tienen lugar dentro de la propia funcion. En este epigrafe se analiza el uso
de cotas inferiores en el contexto de las busquedas por similitud que utilizan la funcién
DTW, por ejemplo el algoritmo A-NN. El objetivo de usar una cota inferior es aproximar el
resultado del célculo de la funcion DTW original pero con un costo computacional menor.
El uso de la cota inferior permite evitar algunos de los calculos que se realizan de DTW que

es una funcion relativamente costosa como se analizo con anterioridad.
En la Figura 3.5 se muestra el algoritmo de busquedas por similitud que saca provecho de

la utilizacion de una cota inferior donde el objetivo es encontrar, dado un conjunto € de

series temporales, la serie que més se asemeja a la serie objetivo @. En cada iteracion donde

resulte falsa la sentencia condicional nimero cuatro, se ahorra un calculo de la funcion

DTW.
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Figura 3.5. Algoritmo de bisqueda por similitud que utiliza una cota inferior para el calculo de DTW
con el objetivo de podar calculos innecesarios.

Existe una multitud de trabajos que presentan cotas inferiores para DTW (Yi ef al., 1998;
Kim et al.; 2001, Sakurai et al., 2005; Niennattrakul et al., 2010). Entre los mas destacados
se encuentra la cota inferior LB Keogh (Keogh and Ratanamahatana, 2005) e incluso se
afirma en (Wang et al., 2013) que no tiene sentido intentar obtener una cota mejor pues el

ahorro de calculos de DTW no seria significativo.
Para realizar el calculo de la cota inferior LB Keogh primeramente se definen, a partir de

una serie objetivo @ = (g4,-.-,q;,--.q,), dos nuevas series temporales en base a un

parametro r. Este es el mismo que representa el ancho de la ventana en la restriccion global

de Sakoe-Shiba (Ecuacion 3.7).

(3.1)

U; = max(q;_,,q:,)

L; = min(q;—, ,q;s,)

Las series U y L representan la envolvente superior e inferior, respectivamente, de una serie

@ dada. Como se puede apreciar en la Figura 3.6. Una ilustracion de las series U y L

creadas para la serie Q: A) usando la banda de Sakoe-Chiba y B) usando el paralelogramo
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de Itakura A, ambas series conforman una banda que envuelve totalmente la serie @. Es

posible notar que, aunque la banda de Sakoe-Chiba tiene un ancho constante en la matriz, la

banda correspondiente que envuelve la serie @ generalmente no tiene un espesor uniforme.

En particular, dicha envolvente se hace mas ancha en los puntos en los que la serie

experimenta cambios repentinos y se achica en sus mesetas. Es posible utilizar distintos

valores para el pardmetro r ya que el paralelogramo de Itakura también es aplicable en el

calculo de las envolventes como lo muestra la Figura 3.6 B).

Figura 3.6. Una ilustracion de las series U y L creadas para la serie Q: A) usando la banda de Sakoe-
Chiba y B) usando el paralelogramo de Itakura

Una propiedad obvia pero importante de las series IJ y L en la ecuacion (3.2), donde se

garantiza que cada punto de datos g, se encuentra en el interior de las envolventes o a lo

sumo toma el valor de alguna de ellas.

V: U = gq, =L, (3.2)
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Habiendo definido las series U y L, se define la medida de acotacion inferior para DTW

mediante la ecuacion (3.3).

| - (3.3)
(c. —U)? sic >U,
LB _Keogh(C, Q) = |E?:1 (Ci - L;‘j: sig; < Ly

,J 0 en otro casao

Esta funcion puede ser interpretada, para el caso de aquellos puntos ¢; que no pertenecen al

intervalo entre las envolventes, como la distancia euclidiana entre los puntos de la serie
candidata y la envolvente mas cercana a dicha serie. En la Figura 3.1 se muestra una

interpretacion visual de la cota inferior LB Keogh.

Figura 3.1. LB_Keogh calcula el cuadrado de la suma de la distancia euclidiana entre los puntos de la
serie C fuera de la envolvente y el borde ortogonal de la envolvente mas cercana. A) Banda de Sakoe-
Chiba, B) Paralelogramo de Itakura
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De aqui se hace posible probar la desigualdad planteada en la ecuacion (3.4) (Keogh et al.,
2002b). Toda cota inferior para que cumpla su funcidon correctamente nunca debe

sobrestimar la funcidon que esta aproximando.

v: U = q, = L, LB_Keogh(P,Q) < DTW(P,Q) (3.4)

Cabe sefialar que el costo computacional del calculo de esta cota inferior es @ (), 0 sea, un

costo lineal mucho menor que el costo O(n*) que conlleva el calculo de DTW.

3.4.2 Reduccion de la numerosidad

Muchos algoritmos han sido propuestos en el campo de la clasificacion de series
temporales. Como ya se ha dicho, aquellos basados en los k vecinos mas cercanos que
implementan DTW como funcion de distancia, son los que mejores resultados ofrecen y por
consiguiente son dificiles de mejorar. Sin embargo existe una dificultad significativa en
cuanto al tiempo de obtencidn de los resultados con este tipo de algoritmos; en gran medida
producto de la numerosidad de los datos que generalmente conforman las series temporales,

su alta dimensionalidad y la necesidad de su constante actualizacion.

Todo esto, sumado a la demanda de resultados inmediatos, por aplicaciones en tiempo real
que los requieren, trae consigo la necesidad de ejecutar la clasificacion lo mas rapidamente
posible. En este sentido, se ha trabajado mucho para acelerar la velocidad en los calculos de
DTW. Numerosos avances se han dado, no obstante existe un claro limite en cuanto a estas
mejoras; incluso se ha sugerido la existencia de un limite asintotico en cuanto a qué tanto se

podria mejorar la eficiencia de DTW (Ratanamahatana and Keogh, 2005).

La idea de reducir la numerosidad de los datos ofrece ventajas adicionales (Pgkalska et al.,
2006). Es bien conocido que, si se escogen con cuidado las instancias que va a descartar un
clasificador, esto puede reducir significativamente el tiempo de ejecucion de la
clasificacion, a la vez que se mantiene la efectividad del clasificador (en muchos casos

incluso los resultados obtenidos son mejores luego de efectuada la reduccion).

Investigaciones recientes han mostrado que la utilizacion de DTW con restricciones

optimas, unido al uso de algoritmos que reducen convenientemente la numerosidad de los
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datos, dan como resultado conjuntos de datos muy compactos y con poca o ninguna pérdida

de precision en la clasificacion de series temporales (Xi et al., 2006).

La idea del método de reduccion basado en jerarquias expuesto en (Xi et al., 2006) consiste
en la eliminacion de aquellas series que menos aporten a la clasificacion, teniendo siempre
presente la interdependencia entre el atributo clase y los valores de los demas atributos de

la serie. La idea intuitiva en que se inspira el algoritmo es simple: si la eliminacion de una

instancia p, en un conjunto de datos S, no produce que otras instancias en S sean mal
clasificadas entonces p puede ser extraida de S sin que por ello se afecte la clasificacion.

El método que funciona en forma de filtro supervisado tiene dos etapas principales, las
cuales se denominan “jerarquizacion” y “desempate”. Primeramente se asigna una jerarquia
a cada una de las series temporales (instancias), que van a ser clasificadas con INN-DTW,
seglin su aporte a la clasificacion de todo el conjunto de datos. Una vez definidas las clases
que van a ser reducidas y el porcentaje que se desea reducir de las mismas, se aplican
ambas etapas del algoritmo. Finalmente se obtiene un conjunto de datos reducido el cual

contiene aquellas series con mayor valor de jerarquia durante cada etapa.

Durante la “jerarquizacion”, se comienza con la eliminacion de todas aquellas series
duplicadas (si existen), pues estas no le aportan informacion nueva al clasificador. Luego se
aplica INN-DTW en todo el conjunto de datos, asignandole una menor jerarquia a aquellas
series que ofrecen informacion “ruidosa” para la clasificacion. Esto es debido a que estas
series generalmente afectan la clasificacion de otras series cercanas. Para cada serie se le

asigna un valor de jerarquia segun la ecuacion (3.5):

Z 1 siclase(x) = clase(x;) (3.5)

jerarquia(x) =
i —2 en otrocaso

Donde x; es la serie que tiene a x como su vecino mas cercano. Por consiguiente, se le

asigna mayor jerarquia a aquellas series que mas aportan en la clasificacion del resto, y

aquellas que peor lo hacen obtienen valores negativos.
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Si dos series tienen la misma jerarquia, entonces el empate se rompe asignandoles
diferentes prioridades; esta es la etapa denominada “desempate”. La prioridad de una serie

x es calculada seglin la ecuacion siguiente (3.6):

prioridad(x) = Z ( 1 ) (3.6)
(DTW (x, x;))°

B

Donde x; es la serie que tiene a x como su vecino mas cercano y DTW(x, x;) representa el

calculo de DTW entre x y x;. El supuesto en este caso es que si una serie esta demasiado

alejada de su vecino mas cercano, entonces este ejerce una menor influencia en la
clasificacion de la serie vecina. Luego, si dos series tienen la misma jerarquia, aquella con
la menor prioridad serd descartada primero. Notar que, gracias a que en la primera etapa se
han eliminado las instancias duplicadas, se puede asegurar que el denominador de la
fraccion sera distinto de cero. Teniendo en cuenta que el algoritmo resulta costoso, al tener
varios calculos de DTW, se recomienda la utilizacion de una cota inferior para acelerar los

calculos.

3.5 Eficacia de la métrica DTW en comparacion con la
distancia euclidiana

En Wang ef al. (2013) se lleva a cabo una evaluacion general de DTW comparandola con
otras métricas de distancia conocidas. Solamente haremos alusion a las comparaciones de
nuestro interés. La Figura 3.2 muestra los resultados obtenidos para una coleccion de 38
conjuntos de datos de series temporales, en la cual cada punto rojo representa un conjunto
de datos, y los ejes de coordenadas los indices de error de cada una de las métricas. Las
tasas de error de cada conjunto de datos son utilizadas como coordenadas del punto que lo
representa. La comparacion por pares “A contra B”, un punto rojo sobre la linea indica que

“A” es superior a “B”:

44



Figura 3.2. Comparacion entre las medidas de similaridad A) Euclidiana contra DTW sin restricciones
globales B) DTW sin restricciones globales contra DTW con un ancho de ventana igual al 10 % del
conjunto de datos

Como se muestra en la figura anterior, se reafirma que la distancia DTW sin restricciones
globales es claramente superior a la euclidiana. Ademas se aprecia que DTW con un ancho
de ventana igual al 10 % del conjunto de datos (el cual no tiene por qué ser el tamafo
optimo) es casi igual (e incluso ligeramente superior) a DTW sin restricciones globales. Por
lo que se valida el uso de restricciones globales en lugar de realizar el calculo completo de

DTW, reduciendo de esta forma el costo computacional empleado en su computo.

Por otro lado, se ha comprobado empiricamente que tanto los porcentajes de clasificacion
correcta como la velocidad de los célculos amortizados dependen en gran medida de la
numerosidad del conjunto de datos a utilizar. Como una forma de ilustrar la afirmacién
anterior, en Wang et al. (2013) se realizaron experimentos individuales en los conjuntos de
datos Two Patterns y CBF (por ser estos los mas utilizados en la literatura para comprobar
la superioridad de una u otra medida de similitud). Debido a que ambos son conjuntos de
datos sintéticos, es posible generar tantas instancias de ellos como se deseen, por lo que
existen versiones con multiples tamafios. Se midieron los indices de errores durante la
clasificacion usando /-NN, obtenidos con la distancia euclidiana y con DTW, como se
muestra en la Figura 3.3. Como se puede apreciar, la tasa de error relativo de la distancia
DTW es significativamente menor a la euclidiana, sobre todo cuando los conjuntos de datos

Son menos numerosos.
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Figura 3.3. Tasa de error relativo para /-NN usando la distancia euclidiana y DTW, al incrementar la
numerosidad de las series en dos conjuntos de datos tradicionales

Para el conjunto de datos CBF, cuando el nimero de series temporales supera las 400, no
hay diferencias estadisticas significativas entre una y otra métrica de distancia. En el caso
de Two Patterns, la distancia euclidiana necesita de un aumento mucho mayor en la
numerosidad del conjunto de datos para converger a la precision que exhibe la métrica

DTW.
Esto pudiera parecer desalentador, teniendo en cuenta que la distancia euclidiana tiene una
complejidad temporal de @(n) y que un célculo simple de DTW tiene una complejidad de

0(n.r), donde r es al ancho de la ventana luego de aplicarse la restriccion global de Sakoe-

Shiba. No obstante la complejidad amortizada de DTW durante la clasificacion es

realmente de O((P.n) + (1 — P).n.r), donde P es la fraccion de célculos de DTW que se

omiten con el uso del algoritmo LB_Keogh para la busqueda por similitud en el algoritmo

I-NN.
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3.6 Conclusiones del capitulo

La distancia DTW constituye uno de los aportes mas significativos en la mineria de datos
para series temporales. Aunque surge en la década del setenta se ha popularizado a partir de
esa fecha y actualmente es una de las mas utilizadas en las tareas de la mineria de datos
para series temporales. Son incontables los dominios donde se ha aplicado exitosamente
tales como andlisis de electrocardiogramas, bioinformatica, control de procesos, por solo
mencionar algunos. Debido a su flexibilidad se han propuesto innumerables variantes, entre
ellas las restricciones globales y las distintas formas de estimar la distancia acumulada. La
busqueda de cotas inferiores, para agilizar los calculos durante los algoritmos de busqueda
por similitud, también ha sido otra tematica abordada en las investigaciones. Debido a su
probada fiabilidad es considerada actualmente una de las métricas de referencia en el area

de la mineria de datos para series temporales.
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